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VALTOZOSZELEKCIO ALTALANOSITOTT ADDITIV
MODELLBEN METAHEURISZTIKA SEGITSEGEVEL!

KOVACS LASZLO
Budapesti Corvinus Egyetem

A tanulményban egy hibrid genetikus — harméniakeresé metaheurisztikus
algoritmus alkalmazasat vizsgaljuk meg altaldnositott additiv modellek val-
tozdszelekcids feladatara. Ismertetjik az additiv modellek legfontosabb alap-
fogalmait és segitségiikkel megadjuk a véltozdszelekcié feladatat. A fela-
datba felvesziink egy olyan korlatot, ami a magyarazé valtozok kozti redun-
dancia elkeriilését biztositja. A korldtozott valtozoszelekcids feladatot két
valés adatbédzison oldjuk meg. Az eredményeink alapjén a metaheurisztikus
megoldasunk hatékonyabban tudja kezelni a korlatot, mint a szakirodalom
altal javasolt két korszerti algoritmus. Az algoritmus hatékonysdgat jelentésen
befolyasolja a véletlen és szabalyszerti szelekcidés operatorok kozti optimalis
kombin&cié megtaldlasa. Nagyobb adatbazison az algoritmus futasideje jelen-
t0s, &m parhuzamositassal egy véletlenerd6-alapi megoldassal sszemérhetd.

Kulcsszavak: altalanositott additiv modell, valtozdszelekcid, spline fligg-
vények, genetikus algoritmus, harmoéniakeresé algoritmus.

Jel kédok: C31, C52, C63, C65

1 Bevezetés

A feliigyelt gépi tanulds soran célunk, hogy egy jol definidlt eredményvaltozéra
minél nagyobb pontossagi becslést adjunk bizonyos magyarazé valtozok érté-
kének ismeretében. Napjainkban a feladat szamtalan Gsszetett algoritmus se-
gitségével megoldhatd, pl. mélytanuld neurdlis halézatok, véletlen erddk, té-
maszvektor-gépek stb. Azonban egyre tobb szerzd, pl. Molnar [2020] és Du et
al. [2019] hivja fel a figyelmet arra, hogy a legpontosabb becslést szolgéltatd
modellekben a hasznalt magyarazé valtozok hatasai az eredményvaltozora
nehezen, vagy egyaltalan nem visszafejthetok. Viszont bizonyos gyakorlati
szitudciokban a gépi tanulas legfontosabb eredménye nem feltétleniil a minél
pontosabb becslés elkészitése, hanem az egyes magyarazd valtozdk hatasanak
megallapitasa. Példaul egy banknak egyértelmiien meg kell indokolnia, hogy
mi alapjan utasit el egy hitelkérelmet. Ilyen esetekben nem elérejelzo, hanem
magyarazé modellek épitése az elemzo6 célja.

Napjaink ,,big data” kornyezetében, amikor egy adott becslési feladathoz
rengeteg potencidlis magyarazo valtozo konnyen az elemzo rendelkezésére &ll,
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még egy egyszeri linearis regressziés modell alkalmazasa esetén is problémas
lehet a magyarazo valtozok hatdsainak megallapitdsa. Molnar [2020] és James
et al. [2013] egyik javaslata a probléma athidaldséra és a kiilonbozo feliigyelt
tanuldsi modellek értelmezhetové tételére a valtozoszelekcid.

Hall [1999] szerint a véltozdszelekcid legfontosabb alapelve, hogy a kivé-
lasztott magyarazé valtozdk szorosan korrelaljanak a becsiilendé eredmény-
valtozdval, de egymashoz képest legyenek fiiggetlenek. Linedris esetben az elv
a karos multikollinearitas elkeriilését jelenti. Ez az elv gyakorlatilag megegye-
zik az dkonometridban gyakran alkalmazott parsziménia elvével (Wooldridge
[2016]). Hall [1999] javasol is egy algoritmust alapvetéen a klasszikus linedris
korreldcids egyiitthatéra tdmaszkodva (Correlation based Feature Selection,
CFS) a valtozdszelekci6 feladatdnak megolddsdra. Az algoritmus gyakorlati-
lag egy legjobb részhalmaz elvii valtozészelekcid, ahol a célfiiggvény azokat
a magyarazd valtozdkat preferalja, amik szorosan korreldlnak az eredmény-
valtozoval, de mas magyarazé valtozokkal paronként nem korrelalnak karos
mértékben.

A CFS algoritmus elvét nem-linedris esetekre kiterjeszté megoldasokat
dolgozott ki Song et al. [2012] és Climente-Gonzalez et al. [2019] is. Mindkét
tanulmany javaslata azonban tovabbra is csak a magyarazé véaltozok paron-
kénti fiiggetlenségét ellenorzi a valtozoszelekcid soran. Viszont, a magyarazd
valtozok fiiggetlenségét az is sértheti, ha egy valtozo kifejezhetd a tobbi val-
tozd tobbvaltozos fliggvényével.

Korabbi munkdinkban (Ling et al. [2017] és Kovdcs [2019]) egy hib-
rid genetikus-harmdniakeresé algoritmust (tovabbiakban Hibrid algoritmus)
javaslunk a valtozészelekcids feladat megoldasédra linearis modellekben. Az
algoritmus a magyarazé valtozok VIF értékén keresztill a szelekcids folya-
mat sordn nem csak a valtozok kozti paronkénti karos korrelacidkra sziir. Az
idézett két tanulmanyban megmutatjuk, hogy a Hibrid algoritmus segitségével
olyan regressziés modellek épitheték, amelyek becslési pontossdgban nem
maradnak el jelentOsen az egyéb algoritmusok segitségével épitett modellektdl,
am azokhoz képest lényegesen kevesebb magyarazo valtozot hasznalnak en-
nek eléréséhez. Az ilyen ,extrém moédon” takarékos modellek természetesen
magukban hordozzék a kihagyott valtozok miatti torzitas veszélyét, de segit-
hetnek az elemzének azonositani az eredményvaltozdt alakité legfontosabb
fliggetlen hatdsokat. A moddszer elénye a hagyoményos dimenzidcstkkentési
eljarasok alkalmazéasaval szemben, hogy a végsé modellben konkrétan meg-
nevezhet6 valtozok szerepelnek, adott esetben nehezen értelmezhet6 faktorok
helyett.

Jelen tanulmanyban kiterjesztjik a Hibrid algoritmust a nem-linedris mo-
dellek korében végzett valtozoszelekciora is. Ehhez az altalanositott additiv
modellek (tovdbbiakban GAM, a Generalized Additive Model angol kifejezés-
bél) keretrendszerét alkalmazzuk, mivel James et al. [2013] szerint ezek a mo-
dellek egyensilyt képviselnek a modellek értelmezhetsége és a becslési pon-
tossdg kozott nem-linedris esetben is. GAM-ok esetében magyarazd valtozok
margindlis hatdsai az eredményvéltozéra meghatarozhaték (ellenben a mély-
tanulé neurélis halézatokkal és ensemble modellekkel), de nem kéti az elemzét
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egy elore definialt linearis, logaritmikus, négyzetes vagy egyéb fiiggvényforma
(mint a klasszikus linedris regressziéban).

A tanulméany masodik fejezetében attekintjilk a GAM modellek alapvetd
matematikai keretét. Felhivjuk a figyelmet arra, hogy a nem-linearis mo-
dellezés hogyan teszi bonyolultabba a valtozdszelekcids feladatot a linedris
esethez képest. Bemutatjuk a concurvity jelenséget, ami a multikollinearitas
fogalmanak dltaldnositdsa nem-linedris modellekre. A harmadik fejezetben
ismertetjiik a CFS algoritmus altalanositdsait nem-linearis esetre. Bemu-
tatjuk, hogy a Song et al. [2012] 4ltal javasolt mRMR és a Climente-Gonzélez
et al. [2019] dltal javasolt HSIC-Lasso algoritmusok miért képesek csak kor-
l4toltan kezelni a concurvity jelenséget a véltozdszelekcié sordn. A negyedik
fejezetben a Hibrid algoritmus miikodésének ismertetése kovetkezik GAM
keretben. Megmutatjuk, hogy az algoritmus kiterjesztésével sikeresen kezelni
tudjuk a valtozdszelekcié soran a concurvity jelenséget anélkiil, hogy az al-
goritmus bindris egyedreprezentacidjat modositani kellene.

Az 6todik fejezetben a vizsgalt algoritmusok miikodését Gsszehasonlitjuk
két valds adatbédzison. Az els6 példdban a feladat betongerenddk nyomo-
szilardsdgénak becslése. Az algoritmus paramétereinek finomhangoléséra egy
kisebb méretli adatbézist haszndlunk. A maésik példdban, ahol a feladat hi-
telkartyatigyfelek csodvaldszinliségének becslése, az algoritmus teljesitményét
egy nagyobb adatbédzison is vizsgdljuk. A vizsgilt valtozdszelekcids algorit-
musokon tul dontési fa és véletlen erdd algoritmusokat alkalmazunk bench-
marknak. Osszességében elmondhatjuk, hogy a Hibrid algoritmus végsé mo-
delljeibol jobban azonosithatdk a vizsgalt eredményvaltozdra hato, egymaéssal
nem szignifikdnsan 6sszefiiggd magyarazd valtozok, mint a tobbi vizsgdlt al-
goritmus esetében. Az algoritmus futdsideje viszont parhuzamositds utan
is nagysagrendekkel nagyobb, mint a benchmarkként hasznalt modelleké.
Végezetiil, a hatodik fejezetben Osszefoglaljuk a kutatds f6 eredményeit. Ala-
posabban kitériink a Hibrid algoritmus korlataira, valamint ismertetjik a
lehetséges tovabbfejlesztési iranyokat.

2 Az altalanositott additiv modellek (GAM)
alapfogalmai

Adott egy n elemii minta. Legyen Y = [yl,yg,...,y”]T € IR"™ egy expo-
nencialis eloszlascsaladbdl szarmazd valdszinliségi valtozé megfigyelt értékeit
tartalmazo vektor. Ekkor egy GAM segitségével Y varhaté értéke (1) médon
becsiilheté p db X = [z1, zj2, - - - ,xj”]T magyardzé valtozé megfigyelt érté-
keinek segitségével (Hastie — Tibshirani [1990]).

h(E (Y)) =€+ij(Xj)> (1)

ahol h(-) a GAM link fiiggvénye, € = [e1, e2,... ,a,L]T a modell hibavektora,
és f;(-) a j-edik magyardzé véltozé transzformdcids fliggvénye.



92 Koviacs Lészlo

A GAM-ok formalis definiciéja utdn részletesen ismertetjiik az f; repre-
zentacidjat, és megadjuk a valtozoszelekcids feladatot.

2.1 Az f; transzformaciés fiiggvények reprezentacidja

Legyenek az f; fiiggvények bazis-spline, réviden b-spline fiiggvények. Hastie
— Tibshirani [1990] és Hazewinkel [2001] alapjdn a b-spline fliggvények t&bb
polinomot (bazisfliggvényt) szakaszosan illesztenek Gssze a spline fiiggvény
értelmezési tartoményédn, vagyis a [min (X)), max (X,)] intervallumon. Egy
b-spline fiiggvény legfontosabb paramétere a rendje. Egy r-ed rendi b-spline-
nak mindig r szakasza van, a B; bazisfliggvények (r — 1)-edfoku polinomok.
Ezt a tulajdonsagot a b-spline fiiggvények Cox de Boor rekurziv formulaval
torténdé megaddasa biztositja:

xr — k}i
-B; a-1(x) +

kiva1 —T 5
kiya — ki Eivayr — kis1

B, 4(z) = i+1,d—1(2)
és : :

. - 1, hazx ek, ki+1
Bio(z) = { 0 egyébként.

A Cox de Boor rekurziéval adott B; 4(x) fiiggvények linedris kombinacié-
javal r-ed rendi b-spline fiiggvényt allithatunk eld, ha a rekurzids formulat
d = r-re alkalmazzuk: f(z) = S.(x) = >, ;B;,(x), ahol i a megfeleld
szakaszhatar (k;) indexe x értelemzési tartomanyén.

A Db-spline fliggvényekkel felépitett GAM ezzel gyakorlatilag linedris mo-
dellként funkciondl, o = [of,03,..., 0} ..., af?p] a modell egyutthatdinak
vektora, ahol af a j-edik magyardzé valtozéra illesztett r; rendii b-spline
fiiggvény (S,,) egyiitthatdja a véltozd értelmezési tartomanyanak s-edik sza-
kaszan. Ha bevezetjiik a B; mdtrixokat, amelynek oszlopai a B ., (X;) vek-
torok Vj-re (ezzel B;-k n x r; méretiiek lesznek), és az a; = [a{, ag, . ,a{j]
vektorokat, akkor a GAM modell (2) alakot veszi fel,

h(E(Y)) :5+ZZJO€£BS7,J(XJ) :&‘—FZBJ(IJ (2)

j=1s=1

A (2) alaki GAM modellben nem csak az o vektor becslése sziikséges, hanem
az egyes magyarazé valtozékhoz tartozé r; rendek és a spline-ok szakaszhaté-
rainak megvalasztdsa is. A szakaszhatarokat altaldban egyenletesen osztjdk
el X; értelmezési tartomanyan, 4m ez sokszor nem az optimalis megoldas
(Hastie — Tibshirani [1990], Zhou — Shen [2001], Schumaker [2015]). Viszont,
ha a modellben szerepld f; fiiggvényeket thin plate spline-ként és nem klasz-
szikus b-spline-ként becsiiljitk meg Wood [2003], Wahba [1990] és Green — Sil-
verman [1994] alapjén, akkor nem kell foglalkozni a szakaszhatarok optimélis
elhelyezésével, és a spline fiiggvények rendjének megvalasztasa is 1ényegesen
egyszeriibbé valik.

Thin plate spline keretben elészor a (2) egyenletben annyi mddositast
végzink, hogy r; = n-t vélasztunk Vj-re (ezzel B,-k n x n méretiiek lesznek,
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a;-k pedig n elemi vektorok). Ezek utdn a (3) alakban adott minimalizalasi
feladatot {rjuk fel.

n P
min—ZlnL,-(a) + Z)\jajTBjaj, (3)
i=1

j=1

ahol \; vélaszthaté paraméter, ami szabdlyozza az egyensilyt a keresett f;
fiiggvények pontos illeszkedése (els6 tag) és kell§ simasdga (mésodik tag)
kozott. Tovabbd, L;(a) az i-edik megfigyelt mintaelem stiriiségértéke a felté-
telezett eredményvaltozé eloszlas, a magyardzo véltozok i-edik megfigyelése
és a teljes a paramétervektor mellett. Természetesen ez a feladat igy nem
megoldhatd, hiszen n X p db paramétert kell becstilni.

Viszont minden B; matrixnak vehetjitkk B; = U;D; UjT klasszikus spekt-
rélfelbontésat. Tehat D; matrix a B; métrix sajatértékeibdl all6 diagondlis
matrix, és U; matrix oszlopaiban a B; matrix sajatértékeihez tartozé sajat-
vektorok édllnak. Vélasszuk ki a k; legnagyobb sajatértéket (figyeljiink, hogy

le kj < n fennélljon) D;-bél, és legyen Uy, egy olyan matrix, melynek
oszlopai a kivalasztott k; legnagyobb sajatértékhez tartozé sajitvektorok.
Ezekbdl megadhaté By; = Uy, Dy; UkT.j n X k; dimenziés métrix, ahol Dy, a
B; matrix k; legnagyobb sajatértékeibdl all6 diagonalis matrix. Wood [2003]
megmutatja, hogy a fenti médon megadott By; minimalizalja a [|B; — By; [|2
tévolsdgot adott k; érték mellett.

Ezek utan megoldjuk a (4) minimalizalasi feladatot, ahol a GAM modell

2) egyenletében Uy Dy -ket frunk Bj-k helyébe, és ezekkel értékeljiik ki az
L;(a)-kat Vi-re.

n P
m(in—ZlnL,-(a) —I—Z)\jajTijaj. 4)
i=1

j=1

(4)-ben mér csak Zle k;j < n db paraméter megbecslése sziikséges, ami
megoldhaté pl. Newton-Raphson mddszerrel.

Gyakorlatilag a thin plate spline illesztését V.X,; értelmezési tartomanyé-
nak k; db szakaszén végezzik el k; db bazisfiggvény segitségével (melyek
értéke a By, métrix oszlopaiban keriil tdrolasra az egyes megfigyeléseinkhez).
A szakaszhatdrokat a spektralfelbontds alkalmazédsaval tgy adtuk meg, hogy
a lehetd legjobban kozelitsiik meg azt a feladatot (3), amikor a spline fiiggvé-
nyeket pontonként (r; = n) illesztjiik. Ilyen értelemben tehdt egy optimalis
osztépontrendszerhez és (r; = k;) spline-rendekhez jutottunk.

Innentdl kezdve a valtozdszelekcids feladatban az egyetlen paraméter,
amir6l donteni kell, az a k; értéke. Viszont itt is csak az a fontos, hogy
k; elég nagy legyen ahhoz, hogy a ||B; — By, |2 eltérés ne legyen szignifikans.
Ezt a nullhipotézist formalis statisztikai probédval tudjuk tesztelni Augustin
et al. [2012] alapjén.

A (3) és (4) minimalizélasi feladatokban szereplé A; paramétereket Wood
[2011] alapjén korlatozott maximum likelihood (REML: REstricted Maxi-
mum Likelihood) mddszerrel érdemes meghatdrozni. A REML mddszerben
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technikailag 10-szeres keresztvalidacid segitségével keressiik azon A;-ket, me-
lyek mellett (4)-et megoldva a legkisebb célfiiggvény értéket kapjuk.

2.2 A valtozdszelekcios feladat GAM keretben

A kovetkezd gyakorlati probléma egy m lehetséges X = {X1, Xo,..., X}
magyarazo valtozot tartalmazo6 halmazbdl kivalasztani azt a p < m véltozét
tartalmazé X = {X1,Xs,...,X,} € X részhalmazt, amely a legjobb 4l-
taldnosité képességii modellt eredményezi. A modell dltalanosité képessége
leirja, hogy a modell mekkora pontossiggal tud az n elemi@i mintan kivuli
populéciérdl is szdmot adni a minta alapjan kinyert informéciok alapjan. A
megfelel dltalanositd képesség eléréséhez kompromisszumra van sziikségiink
a mintaadatok felhasznalasanak tekintetében. Ha a til kevés mintaadatot
hasznalunk fel, akkor nem nyertunk elég j6 képet a valosagrél. Ha tul sokat
haszndlunk fel, akkor tilsdgosan ,,rafékuszalunk” a mintdnkra (Wooldridge
[2016]).

Az &ltalanosité képesség novelésére irdanyuld torekvések kovetkeztében
sziiletett meg a magyardz6 valtozok szelekcidjdban a parsziménia, azaz a
takarékossag elve. A parsziménia elve szerint a X C X halmazt dgy kell
megvalasztanunk (szelektalnunk), hogy a lehet6 legjobb becslési pontossdgot
érjunk el a lehet6 legkevesebb magyarazé valtozé felhasznélasaval.

A modell dltaldnosité képességét tobbféleképpen is tudjuk mérni. Jelen
tanulmanyban a korrigalt McFadden-féle pszeudo R-négyzet mutatot alkal-
mazzuk. A mutatét McFadden [1974] alapjin ismertetjiik. A mutaté meg-
értéséhez fontos bevezetni a telitett modell fogalmét. A telitett modellnek
annyi paramétere van, ahany megfigyelés a mintankban, igy minden megfi-
gyelésre tokéletesen illeszkedik. A megfigyeléseink egyéni deviancidja pedig
az egyéni log-likelihood névekményének kétszeresét jelenti, ha az aktudlis
helyett a telitett modellt hasznaljuk: D; = 21n L, (telitett) —In L;(«). A mo-
dell teljes deviancidja mintén pedig nem més, mint D = > ; D,. Legyen Dy
a nullmodell (a csak konstanst tartalmazé modell) teljes deviancidja. Ezekkel
a jelolésekkel: R? =1 — DQO. Azért, hogy a modell tulillesztését elkeriiljiik a
megfigyelt mintara vonatkozéan, még korrigalni sziikséges az aktudlis modell
becsiilt paramétereinek szaméval:

n—1
D
j=1

RP=1-

— (1— R?).

T

A tulillesztés problémajét el lehet keriilni a keresztvalidalt pszeudo R? kisza-
mitdsdval is, de ha a célunk, hogy egyszerre tobb X halmaz teljesitményét
is kiértékeljiink, akkor a korrigdlt R? alkalmazdsa a széamitdsi kapacitdsokkal
torténo takarékossag miatt preferalt lehet. Kiilonosen, ha figyelembe vessziik,
hogy a REML paraméterbecslési mddszer is keresztvalidaciét alkalmaz.

A véltozészelekei6 sordn tehat az X halmazt tgy sziikséges megvélasztani,
hogy R? maximalis legyen. Azonban X Osszes részhalmazénak megvizsgéldsa
NP-nehéz feladat, hiszen az iires halmaz kizarasaval is 2™ — 1 db lehetséges
megoldést kell vizsgdlni (Huo — Ni [2007]).
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Tovébbd, a GAM modellek valtozoszelekcidja soran alapesetben nem csak
arrdl déntiink, hogy mely véltozok szerepeljenek a modellben. Azt is vizsgalni
szitkséges, hogy a bevont valtozdkra milyen rend{i b-spline fiiggvényeket il-
lessziink, és hogy a bevont X; értelmezési tartomanyat hol torjik szakaszok-
ra. Viszont a thin plate spline-ok alkalmazasaval ezekkel a dontési pontokkal
nem kell foglalkoznunk, hiszen csak annyi a dolgunk, hogy egy kezdeti értéket
adjunk minden r;-nek, és ezt az értéket addig noveljiik, amig az Augustin et
al. [2012]-féle préba nullhipotézisét el nem tudjuk fogadni a szokdsos szigni-
fikancia-szinteken. Ha r; kezdeti értékét ,,tul nagynak” valasztottuk, az nem
okoz problémét, mivel a (4) feladat mésodik tagja véd minket attdl, hogy az
illesztett f; fiiggvény tul bonyolult legyen.

2.3 A concurvity jelenség GAM keretben

A végsé modell értelmezhetésége miatt fontos figyelni a parsziménia-elvére
is a valtozdszelekcid soran. Emiatt j6, ha meg tudjuk allapitani, hogy mikor
all fenn a GAM-ban szereplé X; magyardzé véltozék nem-linedris transz-
formaltjai kozott zavard mértékii 6sszefiiggés. Amennyiben a valtozdszelekcid
eredményéiil kapott GAM-ban szereplé valtozok redundanciatél mentesek
nem-linearis értelemben is, akkor azt is biztosithatjuk, hogy az eredmény-
valtozo értékének alakulasat befolydsold fliggetlen tényezoket egyértelmiien
azonositani tudjuk a szelektalt végss modell alapjan. Igy, ha az elemzé célja
egy kezdeti, takarékos értelmez6é modell épitése elorejelzé modellel szemben,
érdemes lehet a véltozok kozti redundancia sziirésére is erdforrasokat al-
lokélni a valtozdszelekcié sordn. Az ilyen ,,extrém médon” takarékos model-
lek természetesen magukban hordozzék a kihagyott valtozok miatti torzitas
veszélyét (Wooldridge [2016]), de segithetnek az elemzOnek azonositani az
eredményvaltozot alakito legfontosabb fliggetlen hatdsokat reprezentald val-
tozékat. A moddszer elénye a hagyoméanyos dimenzidcsokkentési eljarasok
alkalmazédsaval szemben, hogy a végsé modellben konkrétan megnevezhetd
valtozok szerepelnek, adott esetben nehezen értelmezheté faktorok helyett
(Jolliffe [1982]).

GAM keretben a valtozdk kozti redundancia szintjének megallapitdss-
hoz a multikollinearitas jelenségének nem-linearis valtozatit, a concurvity-t
(Wood [2017]) sziikséges megmérniink. A concurvity jelenség mérésére GAM
modellekben, thin plate spline fiiggvények hasznélata esetén Wood [2017] ja-
vasol egy mutatét. A mutatéd alapotlete, hogy egy f; fliggvénybdl a B; mat-
rixszal reprezentélt bazisfiggvényeinek Uy Dy, dekompozicijdval kinyerhe-
t6 egy g; fiiggvény, ami mas f.; fuggvenyek Uk Dy, dekompoziciéjdnak is
része. A Wood-féle concurvity mérték ezt a redundancia hatést a | g;]|2 /]| ;2
hanyados segitségével helyezi el egy [0, 1] skélén.

Kétféle concurvity mértéket is rendelhetiink egy X; valtozéhoz. Az egyik
a megfigyelt concurvity, ami a modell paraméterbecslése soran megkapott &
vektorral el6dlls f; figgvények kozotti concurvity-t méri. Ezzel szemben a
pesszimista concurvity mérték megkeresi azt a a vektort, amivel a Uy, Dy;-
ket silyozva a legmagasabb concurvity mérték érheté el (Wood [2017]).
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Intuitiv értelmezésben a || g;||%/|| f;||* mérték megmutatja, hogy az f; vari-
ancidjanak hanyadrészét adjak olyan béazisfiiggvények, melyek az egyéb ¢ # j
valtozokra illesztett transzformacids fiiggvényekben is szerepelnek. Ebbdl az
értelmezésbdl adédik, hogy ha az X;-hez rendelt concurvity mérték 0,5-nél
nagyobb, akkor ugy vehetjiik, hogy a valtozo hatdsanak értelmezését karosan
befolyasolé concurvity van jelen a GAM modellben, mivel a valtozé hatdsét
leir6 fuiggvénytranszformdcio variancidjanak tobb mint felét olyan bazisfiigg-
vények adjék, melyek mas valtozokra illesztett transzformacids fliggvények-
nek is részei.

Ez a 0,5-hoz rendelt vagési pont analdg a linedris eset VIF'; > 2 hataraval,
hiszen ekkor a VIF; képletben R > 0,5 (Kovécs [2008]). Természetesen a
VIF; mutaté alapjan a szakirodalom tobb végasi értéket is megad a kéros
multikollinearitds hatdraként. Mint példdul a VIF; > 5 é VIF; > 10,
melyek rendre a R? > 0,8 és R? > 0,9 eseteknek felelnek meg (Hunyadi —
Vita [2006]) (Kovécs [2008]). Ennek megfeleléen GAM-ok esetében a karos

2 2
concurvity hatarait is megadhatjuk (H—?JLH) > 0,8 és (”—?;LID > 0,9 feltételek
forméajdban. A concurvity jelenségre adott korlat szigorusaga a valtozoszelek-
cié sordan GAM-ok esetében is a modellez6 egyéni preferencidjanak fliggvénye.

2
Jelen tanulmanyban a karos concurvity jelenség hataranak a (H—?LH) >
J

0,5 vagast tekintjik minden j-re. Ez els6sorban abbdl az 6vatossdgi meg-
fontolasbol adédik, hogy amennyiben a valtozdszelekcid eredményekénzt olyan
modellt kapunk, ahol a véltozok kozott mért legmagasabb (”—?ﬁ) érték
csak nagyon kevéssel marad el a 0,5-0s hatérértéktdl (pl. 0,49-nek adddik),
akkor is jéval a kdros concurvity szempontjabdl megengedébb hatérok (mint
pl. 0,8 és 0,9) alatt helyezkedjen el. Altaldnos esetben a karos concurvity
mértékére megadott vagasi érték a vizsgalt probléma jellegétdl és az elemzo
preferenciditdl fiiggden megvalaszthaté. Minél magasabb hatarérték felett
tekintiink egy valtozdt karos concurvity altal érintettnek, a valtozoszelekcid
soran varhatéan anndl tobb véltozo fog a végsé modellben szerepelni, és ezzel
a parsziménia elv sériilését kockaztatjuk (Wood [2017]).

3 Valtozoszelekcios algoritmusok additiv mo-
dellekben

A 2.2. fejezetben ismertetett, GAM keretben adott véltozdszelekciés feladat
megoldédsara tObb heurisztikus algoritmus is létezik a szakirodalomban. A
legnépszeriibbek kozé tartozik pl. Marra — Wood [2011], Schmid — Hothorn
[2008] és Belitz — Lang [2008]. Jelen tanulmanyban ezekkel az algoritmusokkal
nem foglalkozunk, mivel a valtozoszelekcié soran kisérletet sem tesznek a
concurvity jelenség kontrolldlaséra.

A 3.1. és 3.2. alfejezetekben két olyan korszerii algoritmust ismertetiink,
ami nem-linedris valtozdszelekcid esetén a célfiiggvényben tekintettel van arra
is, hogy a kivalasztott magyarazé valtozok kozott ne alljon fenn a végsd mo-
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dell értelmezhet&ségét csorbité nem-linedris Osszefiiggés. Mindkét ismertetett
algoritmus a Hall [1999]-féle CFS algoritmus &ltaldnositdsdnak tekinthetd
nem-linedris esetre.

3.1 Az mRMR algoritmus

Az algoritmus itt ismertetett formdjat Song et al. [2012] dolgozta ki Peng
et al. [2005] alapjdn. Az algoritmus neve egy angol kifejezés (minimum
Redundancy — Maximum Relevance) réviditése. Mint a mddszer neve is su-
gallja, ez a véltozoszelekcids eljaras egyszerre kisérel meg optimalizalni arra,
hogy olyan valtozokat valogasson be a modellbe, amelyek szoros kapcsolat-
ban allnak az eredményvaltozdval, A&m egyméssal nem allnak jelentos kapcso-
latban. Az algoritmusban meg kell adni egy mértéket két véltoz6 kozos in-
formécidtartalménak mérésére. Song et al. [2012] ennek mértéknek a Gretton
et al. [2005]-féle Hilbert-Schmidt fliggetlenségi kritériumot (HSIC) vélasztja.
Egy z és z valdszintiségi valtozépar mellett a Hilbert-Schmidt kritérium az
(5) alakot olti.

HSIC(z,2) = Ey v, [K(2,2")L(2,2")] +
+ Ep o |[K(2,2)|E, | L(2,2")] = 2B, 2| Ew [K (z,2))| B [L(2, 2)]],

)

(5)

ahol K, L : IR™*"™ — IR pozitiv definit magfiiggvények, E, ./ , .- a varhaté
értéke a p(z, z) egyiittes eloszldsbdl vett fliiggetlen (z, z) és (2, 2') paroknak.
HSIC(z,z) = 0, ha x és z fiiggetlenek, egyébként pozitiv. Az (5) definicié
alapjan lathato, hogy a HSIC mutatd két valdszinliségi valtozd egylittes
eloszlasa alapjan hatdrozza meg az Osszefligg0ség mértékét, ezzel a nem-
linedris sztochasztikus kapcsolatokat is figyelembe veszi, ellentétben a CFS al-
goritmusban alkalmazott klasszikus Pearson-korreldciéval. A kritérium rész-
leteirdl Gretton et al. [2005] ad mélyebb attekintést. Az mRMR algoritmus
és a 3.2. fejezetben targyalt HSIC-Lasso algoritmus implementacidja is Gauss
magfliggvényt

_lz—y)?

K(z,y) =e 202

alkalmaz folytonos valtozokra, ahol ¢ = 1 a véltozdk normalizdldsa miatt.
Ha a valtozd bindris, akkor Delta magot alkalmaz az algoritmus:

_ J1/ny, haz=y;
Kz,y) = {0 egyébként,

ahol n, az y értékek elemszdma a mintaban.

Az mRMR algoritmus alapétlete, hogy egy GAM-ba olyan X; magyarazé
véltozdkat kell vélasztani, amikre HSIC(Y, X;) magas, &m HSIC(X;, X))
alacsony Vk # j- re, ahol X}, mar szerepel a modellben. Ezt a két szempontot
az mRMR algoritmus egy legjobb részhalmaz elvii linearis keresésben egyesiti.

Legyen X = {Xj,..., Xy} a lehetséges magyardzé valtozék halmaza,
és egy GAM-ba keressiik a legjobb X C X részhalmazt a 2.2. fejezetben
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megadott feladat szerint. Tegytik fel, hogy mar p elemet kivalasztottunk X-
bél X-be. Ezen a ponton az mRMR algoritmus azt az X; magyardzé véltozét
valasztja be X-be, amire

: HSIC(Y, X})
J = arg max .
kex\X Doiex HSIC(X;, Xi)/|X|

Lathatjuk, hogy a maximalizdlandé célfiiggvény né, ha X k6zos informacié-
tartalma a célvaltozdval is né. Azonban a célfiiggvény csokken, ha a modellbe
bevélogatott mas X; magyarazé valtozokkal is né X k6zos informaciotartal-
ma.

Az eljérasbdl lathatjuk, hogy az mRMR algoritmus linedris keresés, ami-
hez szitkséges elére megadni |X|-et, egyébként mas kilépési kritérium hid-
nyaban a fentebb leirt eljardas X-bdél minden magyarazo valtozot bevesz a
modellbe.

3.2 A HSIC-Lasso algoritmus

Az mRMR algoritmust Yamada et al. [2018] fejlesztette tovabb. A fej-
lesztés Gtlete, hogy a HSIC kritériumokhoz magyardzé véaltozéként egy -y;
egyutthatot hozzarendel. Ezzel gyakorlatilag egy linedris Lasso-problémava
(6) alakithaté a véltozdszelekcids feladat.
m 1 m
glggzleSfC(XjaY) =5 2 WHSIC(X;, X)) = AT (6)
=

ik=1

A > 0 egy paraméter a feladatban, ami keresztvalidacié segitségével igy
megvalaszthato, hogy a kivalasztott \ mellett a legnagyobb célfiiggvényérté-
ket kapjuk. Tovabba, I' = [v0, 71, --,7m)- A (6) feladat megolddséban az
egyutthatok L, norméjaval torténé biintetés miatt a modellbdl elhagyhato
véaltozok v; egylitthatéi O-nak adddnak. A célfiiggvényben korrigalunk a
HSIC(X;, Xy), j # k magyardzé véltozé-parok fiiggetlenségi kritériumédval,
ezzel a tobb redundans magyarazoé valtozo kivalasztasanak elkertilését 6szto-
nozziik. (6) feladat bevezetésének lényege, hogy megolddsahoz nem sziikséges
| X| ismerete.

(6) megoldasa kimondottan memdriaigényes. Emiatt Climente-Gonzélez
et al. [2019] a HSIC-Lasso feladat megolddsdhoz a megfigyelt mintét B < n
elemii blokkokra bontja fel, amelyekre kiilon ki lehet szamitani a HSIC
kritériumokat, és ezek Osszegzésével kaphatunk a teljes mintara értelmezett
HSIC kritériumot. A blokkok hasznélataval a HSIC-Lasso algoritmus fut-
tathaté nagyobb méretii adatbazisok esetén is.

Mind az mRMR, mind a HSIC-Lasso algoritmus esetében is érdemes
észrevenni, hogy a HSIC kritérium alkalmazasa a magyarazé véltozok kozti
kapcsolat szorossaganak mértékét csak paronként vizsgélja. Az algoritmusok
nem kezelik azt az esetet, amikor egy magyarazé valtozé tobb méas magya-
razé valtozd tobbvaltozos fiiggvényeként all el6. Emiatt az mRMR-rel és
a HSIC-Lassoval nyert GAM-ok esetében szdmitani lehet kdros mértékii, az
értelmezéseket torzitd concurvity jelenségre.
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4 Hibrid genetikus-harmoniakereso algoritmus
valtozoszelekciéra GAM keretben

Kordbbi munkdinkban (Ling et al. [2017] és Kovécs [2019]) egy hibrid
genetikus — harmoéniakeres§ algoritmust (tovdbbiakban Hibrid algoritmus)
javaslunk a valtozdszelekcios feladat megoldédsara linearis modellek esetében.
Az algoritmus a magyarazé valtozok VIF értékén keresztiil a szelekcids folya-
mat soran nem csak a valtozdk kozti paronkénti karos korrelacidkra szir.
Ebben a fejezetben megadjuk az algoritmus kiterjesztését GAM keretre, thin
plate spline-ok segitségével reprezentdlva a magyarazé véaltozék f; transzfor-
malé fliggvényeit.

A Hibrid algoritmus folyamatébrajat az 1. dbrdaban adjuk meg. Célfiigg-
vény jelen tanulmanyban a McFadden-féle R? mutaté.

Az 1. dbran lathaté, hogy a Hibrid algoritmus miikédésében megérizziik
a genetikus algoritmus parhuzamosithaté populdcié (a harméniakeresd algo-
ritmus terminolégidjéban memdria) kezelését, &m az algoritmus keresztezés
nevi rekombinaciés operatorat lecseréljiik a harmoniakeresé algoritmus valé-
szinlségi alapt rekombindcids operatorara.

A cserére azért van sziikség, mivel a genetikus algoritmus keresztezési
operatora alapvetéen olyan problémék esetén alkalmazhaté hatékonyan, ahol
az egyedek minOségét érdemes részenként, géncsoportonként javitani, és az
egyes részmegolddsok keresztezésével 1j megolddsokat 1étrehozni. Azonban,
mivel az adatbazisok t6bbségében a valtozdk sorrendje véletlenszert, igy alta-
laban nincsenek csak az adott egyed génsorozatanak elején vagy végén kiala-
kul6 megfelel6 génmintizatok. Raadasul egyetlen valtozo bevétele vagy elha-
gyasa a modellbdl drasztikusan megvaltoztathatja a célfiiggvényiink értékét.
Tehat sziikségilink van az egyedek nagyobb foku véletlenségét biztosité rekom-
bindcids operatorokra. Ezeket pedig a harmoéniakeres6 algoritmusbdl tudjuk
kolcs6nozni.

Kezdeti populicié inicializalisa Memoria frissitése
véletlenszim generalissal * Az 0j memoridban az atlagosnal jobb
e gén: 0/1 - j-edik valtozé modellben van-e? célfiiggvénnyel rendelkezé egyedek masolasa
e cgyed: m hosszu génsorozat e Maradék helyekre 0j egyedek generalassa
e Populacié/Memoria mérete: egyedek szama kétféleképpen:
egy generacioban o HMCR valosziniiséggel egy lemasolt
e Maximalis generaciészam megadasa. egyed modositasa
e Korai kilépési kritérium megadésa. o 1—HMCR valosziniséggel teljesen 0
véletlen egyed generalasa

NEM

Uj generici6 létrehozisa

e 1 — HMCR valosziniiséggel generalt
egyed beillesztése az ij memoriaba
valtoztatas nélkiil

* HMCR valészinliséggel egy lemasolt
egyed modositasa.

o Minden gént bw valésziniiséggel
modosithatunk.

Korai kilépési feltétel
vagy maximali
generdciészam

elérése?

1. dbra. A Hibrid algoritmus folyamatébraja. Forrds: sajat szerkesztés.
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A korabbi memdria dtlagosnal jobb egyedeibdl torténé véalasztas valdszi-
nilisége (HMCR az angol harmony memory consideration rate kifejezésbol)
a futds sordn né, mig a mutdcié (mddositds) valdsziniisége (bw) a futds sordn
csokken. Ezzel a finomhangolédssal azt a hatast valtjuk ki, hogy az algoritmus
futdsanak elején minél agresszivebb lesz a populacié fennmaradé helyeire az
egyedek generdlasa. Inkabb a teljesen 1j, véletlen egyed generalasat, vagy
egy korabbi egyed nagy tartomanyban torténé modositast tamogatjuk a ko-
rai szakaszban. Ahogy az algoritmus futdsa sordn egyre inkédbb kozelebb
keriiliink az optimumhoz, a keresési tér egyre kisebb részét kell bejarnunk
az 1j egyedek generdldsa soran. A Hibrid algoritmus korai kilépési feltétele
akkor érvényestil, ha az utolsé valahany lépésben a célfiiggvény értéke nem
valtozik a populacionk legjobb egyedének esetében.

Az 1. 4bréan lathatd, hogy az algoritmus a valtozdszelekcids feladat sordn
a lehetséges megoldasokat egy m hosszi bitsorozat segitségével reprezentdlja.
Tehat csak arrdl dontiink, hogy egy véltozét beemeljink-e a modellbe vagy
sem. Az algoritmus akkor alkalmazhaté GAM keretben is, ha ez nem véltozik.
Amennyiben a valtozéra illesztett spline rendjét és a szakaszhatarokat is meg
kell hatarozni, akkor mar osszetettebb reprezentacio sziikséges a gének szint-
jén. Szerencsére, a 2.1. alfejezetben ismertetett thin plate spline-ok alkal-
mazasaval az egyedek bindris reprezentacidja és a valtozoszelekcids feladat
keresési tere nem valtozik meg a linedris esethez képest.

Az algoritmusban azt a technikdt kovetjiik, hogy ha egy X, magyardzé
véltozot bevesziink a GAM modellbe, akkor az alapértelmezés szerint k; =
10. Amennyiben X; értékkészlete kisebb, akkor k; az X; magyardzé valtozd
lehetséges értékei szamaval lesz egyenld. Amennyiben az Augustin et al.
[2012]-féle prébék p-értéke a = 0,01 alatti, akkor a k;értékét 5-6sével néveljitk
addig, amig a valtozéhoz megfeleléen nagy k;-t nem valasztottunk.

Az algoritmusnak nagyon fontos tulajdonsdga, hogy a valtozdszelekcid
folyaman a concurvity jelenséget teljes egészében szilirni akarja a modellekbol.
Emiatt szeretnénk elérni, hogy a memoria frissitése soran csak olyan megolda-
sokat vigyiink at az Gj memoridba, melyekre a 2.2. alfejezetben meghatarozott
concurvity mérték 0,5 alatti. Az algoritmusban paraméterként megadhatd,
hogy a megfigyelt vagy a pesszimista concurvity mértékre vonatkozzon-e ez
a korlat. Ha az i-edik egyed teljesiti a korlatot minden valtozora, akkor a
C; binaris valtozd 1 értéket vesz fel, egyébként 0-t. Tovabba az is szempont,
hogy olyan modelleket preferaljunk, amikben csak olyan valtozok szerepelnek,
amelyek spline fiiggvényében elutasithatjuk az «; = 0 nullhipotézist. A
megadott nullhipotézis tesztelésére Marra — Wood [2011] ad meg egy x*-
probat, az algoritmusban ezt alkalmazzuk. Ha a felhaszndlé altal megadott
szignifikanciaszinten minden valtozéra elutasithaté az o; = 0 nullhipotézis
az i-edik egyedben, akkor S; binaris valtozé 1 értéket vesz fel, egyébként 0-t.

Technikailag a korlatok beépitése ugy valésul meg, hogy amikor a memoria
frissitése soran kivalogatjuk az atlagosndl jobb egyedeket az aktudlis memé-
ridbdl, akkor a meméria atlagos célfiiggvény értékére a (7) formuldval adott
stulyozott atlagot alkalmazzuk, és csak olyan i egyed minésiilhet atlagosnal
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jobb egyednek, amire C; = S; = 1.

N =
R2 — Zi:1 Rzz i+ 5
M — N
2im1 Ci- Si

, (7)

ahol N a memdria méretét, R? az i-edik egyed célfiiggvény értékét jeloli.
Amennyiben Zf\il C;- S; =0, akkor R, egyszertien az R? értékek szdmta-
ni kozepe, és minden aktualis memoriaban 1évé egyed mindstilhet atlagosnal
jobb egyednek.

Fontos észrevenni, hogy az algoritmusba épitett korlatok miatt konnyen
elofordulhat, hogy a véletlenszeriien generalt kezdeti meméridban nem lesz
olyan egyed, amit tovabbengediink az Gj memdridba a frissités soran és meg-
felel a C; = S; = 1 korlatoknak. fgy konnyen lehet, hogy tobb generacidig
tart, mig taldlunk olyan megoldasokat, amelyek minden korlatot kielégitenek.
Tehéat az algoritmus futdsideje a kezdeti memédria mindségétol fiigg. Emi-
att érdemes lehet az algoritmust vagy nagy memoriamérettel futtatni, vagy
agy, hogy egy futasidében konnyen kezelheté memoriaméretet valasztunk, és
tobbszor lefuttatjuk az algoritmust egy alacsonyabb maximélis generaciészam
mellett. A tobb futdsi eredmény legjobb célfiiggvényértékkel rendelkezé meg-
oldasat tekintjik optimumnak. Mint az 5. fejezetben latni fogjuk, az utobbi
stratégia kimondottan jél miikodik nagyobb méretii adatbazisok esetében.

5 Numerikus eredmények két valés adatbazi-
son

A Hibrid algoritmus 6sszevetése a mRMR és HSIC-Lasso algoritmusokkal két
valds adatbazison torténik.

Az els6 adatbdzis forrdsa Yeh [1998], és 1030 db betongerenda 9 ismérvét
tartalmazza. Feladatunk a gerenddk nyomoszilardsaganak becslése a geren-
dék hét Gsszetevije és a koruk fliggvényében. A valtozdszelekcids feladat kicsi
(m = 8), igy a globdlis optimum kénnyen megadhaté a lehetséges magyarazé
véaltozok Osszes részhalmazanak legeneraldsaval. Az adatbézis haszndlatdnak
a célja, hogy megvizsgaljuk, hogy az ismert globalis optimumot milyen haté-
konysaggal azonositjak a vizsgalt algoritmusok.

A maésodik vizsgalt adatbazisban az a feladatunk, hogy egy tajvani bank
ugyfeleire becsiiljik meg, hogy az ligyfél a lekérdezés idopontjatol szamitott
1 hénapos idotartamon beliil cs6dot fog-e jelenteni hitelkartya addssagara.
Az adatbézis 30 000 rekordot tartalmaz, 26 lehetséges magyardzé valtozdval
a kategorikus véltozék dummy kédolasa utédn. Az adatok forrdsa Yeh — Lien
[2009]. A véltozdszelekeids feladat jelen esetben az &sszes részhalmaz generd-
ldsaval mar nem oldhaté meg, az alkalmazott algoritmusok legjobb modelljeit
csak onmagukban tudjuk vizsgdlni, nincs referenciapont.

A két vizsgdlt adatbazis valtozéinak listdjat az 1. tdbldzat tartalmazza.
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Betongerenddk adatbdzis valtozéi
Cement — a betongerenda cementtartalma kg/m3-ben
BlastFurnaceSlag — a betongerenda salaktartalma kg/m3-ben
FlyAsh — a betongerenda pernyetartalma kg/m?3-ben
Water — a betongerenda viztartalma kg/m3-ben
Superplasticizer — a betongerenda folyésitéanyag-tartalma kg/m3-ben
CoarseAggregate — a betongerenda durva aggregatumtartalma kg/m3-ben
FineAggregate — a betongerenda finom aggregadtumtartalma kg/m3-ben
Age — a betongerenda kora napokban = gyartastdl eltelt napok szama
CompressiveStrength — a betongerenda nyomdszilardsiaga MegaPascalban

Banki tigyfelek adatbdzis valtozdéi
LIMIT-BAL — Az iigyfél hitelkerete a kdrtyajan (ezer tajvani dolldrban)
SEX — Az tigyfél neme (férfi; né)
EDUCATION - Iskolai végzettség (1 = altaldnos iskola; 2 = érettségi;
3 = egyetem; 4 = egyéb)
MARRIAGE - Csalddi allapot (1 = hézas; 2 = egyediildllé; 3 = egyéb)
AGE — Eletkor (években)
PAY_X — az uigyfél torlesztési statusza, a lekérdezés el6tt X hénappal
X €{0,2,3,4,5,6} (-1 = egy hénap tilfizetés; 0 = pontos fizetés;
1 = egy hénapnyi késedelem; 2 = 2 hénap késedelem stb.)
BILL.AMTX — A fenndll6 kirtyatartozds osszege (ezer tajvani dolldrban),
X hénappal a lekérdezés el6tt X € {1,2,3,4,5,6}
PAY_AMTX — A lekérdezés el6tt X honappal fizetett torlesztérészlet Gsszege
(ezer tajvani dollarban) X € {1,2,3,4,5,6}
default_nextMonth (1 = az ligyfél cs6dot jelentett hitelkdrtya addssdgira egy
hénappal az adatgy(ijtés utdn; 0 = az ligyfél nem jelentett cs6dot hitelkdrtya
addssdgdra egy hénappal az adatgylijtés utdn)

1. tabldzat. A vizsgdlt adatbdzis valtozdi, az eredményvaltozé dolttel jeldlve.
Forrds: sajat szerkesztés.

Az adatbézisokon minimalis adattisztitasi 1épéseket kellett elvégezni. A
betongerenddk esetében az adatbéazis tartalmazott kilégéan oreg gerendakat.
Ezeket eltavolitottuk az elemzésbdl, igy 916 megfigyelés maradt.

A banki iigyféladatbédzisban Yeh — Lien [2009] alapjan megéllapithattuk,
hogy magas a hibasan kédolt kategorikus valtozokkal rendelkezo tigyfelek
szama. A MARRIAGE véltozéban 0, mig EDUCATION véltozéban 0, 5, 6
érvénytelen kédok fordultak eld. A Tukey-féle kiils6 keritések BILL_AMT4-
ben felfelé extrém kilogd értékeket, mig a BILL_AMTG6 véltozé esetében le-
felé kil6go értékeket (tehat extrém magas tilfizetése van az ligyfélnek a tor-
lesztOrészleteire) jeleztek, amiket leszlirtiink az adatbdzisbdl. Ezzel 22 165
megfigyelésiink maradt.

Mindkét megtisztitott adatbazist 70%-30% ardnyban osztottuk fel tanité-
és tesztmintdkra. Az esetleges keresztvaliddciék mindig a teljes tanité adat-
bézison torténtek. Az adattisztitasi lépések és a vizsgalt algoritmusok imple-
mentdalasa és futtatasa az R 3.5.3 verzidjdban tortént. Ez aldl kivételt képez a
HSIC-Lasso algoritmus, aminek jelenleg csak Python implementacidja létezik
(Climente-Gonzélez et al. [2019]). Ez utébbi implementéciét a Repl.it online
fejlesztOkornyezetben futtattuk. A GAM modellek becslését az R mgcv cso-
magjaval végeztiik el (Wood [2017]), mig az mRMR algoritmust az R mRMRe
csomagjénak segitségével alkalmaztuk (De Jay et al. [2013]). A Hibrid algo-
ritmus esetén a concurvity korlatot a pesszimista mérték alapjan vizsgaljuk,
és az a;; = 0 nullhipotézis vizsgélatdhoz vélasztott szignifikancia-szint 5%. Az
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elkésziilt tanité- és tesztmintdk (Rda formdtumban), R szkriptfdjlok és futa-
si eredmények a https://github.com/KoLa992/Hybrid-algorithm-for-GAMs
linken taldlhaték meg mindkét adatbéazisra.?

5.1 A betongerendak adatbazis eredményei

Az adatbézisban a célvaltozé folytonos és kozel normélis eloszlasi (Yeh [1998]).
Ezzel a GAM link fliggvényének az identitds alkalmazhaté. A modellek érté-

keléséhez egyszertien a tesztmintan mért R? = cor(Y,Y') értéket hasznalhat-

juk. A globélis optimum ismert. Azon modellek koziil, melyekre C; = S; = 1,

a maximalis R? értéket a tesztmintdn a Cement + Blast Furnace Slag + Wa-

ter + Age valtozdékombinacié adja.

A Hibrid algoritmust a véletlen elemei miatt 30-szor futtatjuk le az adat-
bézison. A memoria mérete 15, az indulé HMCR 0,2 és az indulé mutécios
(bw) valésziniiség 0,9. A maximadlis 1épésszam szintén 15, mivel az Gsszes
lehetséges eset szama 28 = 256. Amennyiben kb. 15 x 15 = 225 modell?
megvizsgalasaval nem talaljuk meg a globdlis optimumot, akkor mar feles-
leges tovébb folytatni az iterdcidkat. A korai kilépés valtozatlan legjobb
célfiiggvényre vonatkozé feltétele 5. A Hibrid algoritmus &dltal legtobbszor
(12/30 = 0,4 = 40%) adott megoldas a globélis optimum.

A vizsgélt algoritmusok megoldasai a 2. tabldzatban taldlhaték. Az mRMR
algoritmus esetében felhasznéljuk azt az a priori tudast, hogy a globdlis op-
timumban |X| =4.

Kivdlasztott valtozdk Concurvity Maximalis  R?

Algoritmus neve szdma  korldtot sért§ concurvity (Teszt)
valtozdk mérték %
mRMR Cement, BlastFurnaceSlag, 4 - 0,4876 81,580
Superplasticizer, Age
HSIC-Lasso Cement, BlastFurnaceSlag, 5 Water, 0,8656 86,382
Water, Superplasticizer, Age Superplasticizer
Hibrid alg.  Cement, BlastFurnaceSlag, 4 - 0,4233 84,363
Water, Age

2. tdbldzat. A vizsgalt algoritmusok eredményei a betongerenddk adatbazison. Forrds: sajét
szerkesztés.

Lathato, hogy a HSIC-Lasso megoldasa nem teljesiti a concurvity korlato-
kat. A korldtokat a Water és a Superplasticizer valtozok sértik meg. Ennek az
oka, hogy az épitéipari betongerenddkban felhasznalt folydsitéanyag (Super-
plasticizer) mennyisége a viz/cement ardny fiiggvénye (Muhit [2013] és Plank
et al. [2009]). Teh&t a Superplasticizer véltozé nagy pontossiggal kozelithetd
a Cement és a Water valtozok tobbvaltozos fiiggvényeként. Ezt a jelenséget
a HSIC-Lasso algoritmus figyelmen kiviil hagyja, mivel a magyarazo valtozok
kozti redundanciat csak paronként sziiri. Ellenben a Hibrid algoritmus a con-
curvity jelenséget kozvetleniil sziiri. Ezzel pedig meg tudja szirni a szelekcid

2A futtatdshoz hasznalt hardver konfiguracié: Intel Core i7-8750H 2,20 GHz processzor,
8 GB 2666 MHz DDR4 RAM.

3Nem szdmolva a legjobb modellek ismétlédésével az egyes populdcidk kozott.
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végén kapott valtozohalmazt a karos tébbvaltozos egylittmozgasoktol. Jelen
esetben, mivel az mRMR esetében felhaszndljuk azt az a priori tuddst, hogy
a globdlis optimumban |X| = 4, {gy az algoritmus végsé megolddsadban nem
jelentkezik karos concurvity jelenség, hidba szliri a magyarazé valtozok re-
dundanci4jat ez az algoritmus is csak paronként. Ellenben a megoldds R?
értéke elmarad a globdlis optimumtél, és a legmagasabb concurvity mérték is
magasabb, mint a Hibrid algoritmus &4ltal azonositott optimalis megoldasban.

A betongerendék adatbézis kis mérete lehetéséget ad a Hibrid algoritmus
paramétereinek finomhangoldséhoz. Az algoritmus a globalis optimumot a 30
futtatds atlagdban az Osszes lehetdség 39%-dnak dtvizsgaldsdval meg tudja
talalni, ha a korai kilépési feltétellel all le az algoritmus. Ha azt feltételezziik,
hogy ahol az algoritmus nem taldlja meg 15 generdciébol az optimumot, ott
mind a 256 modellt meg kell vizsgalni, akkor azt mondhatjuk, hogy a Hibrid
algoritmus atlagosan az Osszes lehetdség 75%-nak dtvizsgaldsdval meg tud-
ja talalni a globdlis optimumot. Ezen a paraméterek &llitasaval lehet még
javitani.

Az algoritmusban a 3. tdbldzatban szereplé paraméterek ceteris paribus
optimalizdlasat végezziik el.

Paraméter Optimalis érték
Meméria (Populdcid) mérete 20
Indulé H M C R valésziniiség 5%
Indulé mutéciés (bw) valdszinliség 90%
Maximélis H M C R valészintiség 35%
Minimalis mutéciés (bw) valészinliség 10%

3. tdbldzat. A Hibrid algoritmus optimalizdlt paraméterei
a betongerendak adatbdzison. Forrds: sajat szerkesztés.

A vizsgélat soran maximaélis 1épésszamot mindig gy allitjuk be, hogy az
Osszes lehetdség kb. 75-78%-nak dtvizsgdldsa utdn dlljon le az algoritmus. A
korai kilépés feltétele nem valtozik. Ez a 256 lehetséges részhalmaz esetén
kb. 192-200 modell megvizsgaldsat jelenti?.

Az adott paraméterérték hatékonysdgat igy mérjiik, hogy megvizsgaljuk,
30 futtatasbol hanyszor taldlja meg az algoritmus a globdlis optimumot vagy
a masodik legjobb megoldast. A masodik legjobb megolddsban is a pesszi-
mista concurvity mértékek maximuma 0,461. Tesztmintan R? = 81,555%
(az mRMR megolddssal gyakorlatilag egy szinten van). A tObbi vizsgdlt
algoritmussal 6sszevetve ekkor is még mindig hasznalhaté eredményt kapunk:
nem jelentdsen alacsonyabb az R?, és nincs kdros concurvity jelenség.

A 3. tdbldzat eredményei alapjan elmondhaté, hogy a Hibrid algoritmus-
ban a teljesen véletlen 1j egyed generaldsra érdemes nagyobb silyt helyezni,
de nem érdemes teljesen elhagyni a memoriabdl térténo kontrollalt egyedgene-
ralast sem (5-r6l 35%-ig emelheté a HMCR). Ezt a megfigyelést tdmasztja
ald az a tény is, hogy a memoriabdl torténd 1) egyed elGéllitas esetén is
érdemes az algoritmus elsé lépéseiben magas mutdciés (bw) valdsziniiséget

4Természetesen a legjobb egyedek 6rokitése miatt a valésdgban ennél valamivel kevesebb
kiilénb6z6 modellt vizsgal meg a Hibrid algoritmus.
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alkalmazni (90%), 4m az induld érték nagyon alacsonyra (10%) csokkentése
az iteracidk soran szintén kifizet6do.

Tovabbi fontos tapasztalat, hogy az optimalis paraméterek alkalmazasa
mellett a futtatdsok valamivel t6bb, mint harmaddban (12/30 esetben) ugy
talalja meg az algoritmus a globalis optimumot vagy a masodik legjobb meg-
oldast, hogy ez a megoldas mar az algoritmus 5. iteracidja el6tt a memoriaba
keriilt (20-as memoriaméret mellett). Azaz a keresési térnek kb. 220 ~ 0,4
részét vizsgalja csak at az algoritmus, mire megtalédlja a két legjobb megoldas
egyikét. A tapasztalat igy arra enged kovetkeztetni, hogy elényosebb a 4. fe-
jezetben alkalmazott méasodik stratégiat alkalmazni a kezdeti memoridk rosz-
szabb mindségének kezelésére: egy futasidében konnyen kezelheté memoria-
méretet valasztunk, és tObbszor lefuttatjuk az algoritmust egy alacsonyabb
maximalis generacidoszam mellett.

Az optimélis paraméterek ceteris paribus keresésének részletes eredményei
a mellékletekben taldlhaték meg.

5.2 A banki ligyfelek adatbazis eredményei

Az adatbdzisban a célvaltozé Bernoulli eloszlasi (Yeh — Lien [2009]), igy a
GAM link fiiggvénye a logit, és modellek értékeléséhez a tesztmintdn mért
ROC gorbe alatti tertiletet (AUC) hasznaljuk.

Jelen adatbazison a globdlis optimum nem ismert. Meghatdrozni nem
is lehet az Gsszes lehetséges részhalmaz meghatarozasaval, mivel egy atlagos
modell kiszdmitdsdnak koltsége magas. 100 véletlenszerii egyedet (valtozd-
kombin&cidt) szimuldlva egy modell dtlagos kiszdmitdsi idejének 95%-os alsd
konfidencia-intervalluma 0,35 perc. Ezzel szdmolva a 226 lehetséges megoldas
generdldsahoz 95%-o0s megbizhatdsdggal varhatéan legaldbb 609%’32;5625 =
44,72 év sziikséges. A szimuldcié soran rdadasul alkalmazzuk Wood et al.
[2015] javaslatét, és egy GAM kiszdmitdsét parhuzamositjuk a (2)-ben sze-
repld Uy, Dy, métrixok QR dekompozicidjdnak segitségével.

Egy modell kiszamitasat megkisérelhetjik tovabb gyorsitani azzal, hogy
nem a teljes tanité adatbdzison, hanem csak egy FAE mddon kivalasztott
részhalmazan végezziik el a szdmitast. A részhalmaz méretének szignifikdnsan
kisebbnek kell lennie a tanité adatbazis méreténél, hogy a futdsidot javitsa,
am kelléen nagynak kell lennie ahhoz, hogy a modell jellemz6i ne térjenek
el jelentOsen a teljes tanité adatbazisra szdamolt értékektol. Jelen esetben
n = 5000-et alkalmazunk. Ekkor 100 véletlen minta generdldsa utan azt
tapasztaljuk, hogy a teljes, minden valtozot tartalmazé modell McFadden-
féle korrigdlt R-négyzet értékének mintavételi eloszlasa N(0,217;0,011). A
Shapiro-Wilk normalitdsteszt p-értéke 0,9125-nek adddik. A teljes tanité
adatbédzison R? = 0,217. Tehat 95%-os valdszintiséggel egy 5000 elemii
almintén felépitett GAM R? értéke legfeljebb csak 2 - 0,011 = 0,022-vel
fog eltérni a teljes tanité adatbazison szamitott modell R? értékétsl. Egy
n = 5000 alminta alkalmazéasa esetén egy modell atlagos kiszamitasi idejének
95%-0s als6 konfidencia-intervalluma 0,207 perc. Egy modell kiszdmitdsa to-
vabbra is parhuzamositott. Ezzel szdamolva az Osszes lehetséges megoldas
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elééllitasahoz 26,46 év sziikséges.

A részhalmazok atvizsgalasat tovabb gyorsithatjuk azzal, hogy nem egy
modell kiszamitdsat parhuzamositjuk, hanem tébb részhalmazhoz tartozd
modellt szamitunk ki egyszerre parhuzamosan. Egy ilyen parhuzamositast
az R foreach (Weston [2019a]) és doParallel (Weston [2019b]) csomagjainak
segitségével tudunk implementalni. Ez a megoldas a 100 szimuldlt egyed teljes
kiszamitasi idejét az n = 5000 elemii almintan tapasztalt 21,373 percrdl 3,374
percre csokkenti. Ezzel varhatoan az Osszes lehetséges megoldas generdlasahoz
sziikséges ido 4,18 évre csokken. Ez jelents csokkenés, am még igy sem red-
lis, hogy beldathaté idén beliil meg tudjuk taldlni a valtozdszelekcids feladat
globalis optimumat. Raadasul a futasido nyereséget biztosan til is becstljiik,
hiszen 100 egyed parhuzamos kiszamitasa konnyebben megoldhaté, mint pl.
10 000 egyed parhuzamos kiszamitéasa.

A 100 szimuldlt egyed esetén vizsgalt GAM modell szamitdsbdl a legfon-
tosabb tanulsag, hogy jobban kifizetddik tobb egyedhez tartozé modell egy-
szerre torténd kiszamitasa, mint egy modell kiszamitdsanak parhuzamositasa.
Ezt a tapasztalatot tudjuk hasznositani a Hibrid algoritmus implementécio-
jakor jelen feladatra. A 4. fejezetben bemutattuk, hogy a Hibrid algoritmus a
genetikus algoritmusbdl 6rokolt egyedkezelése miatt képes a memdridban 1évo
megoldasok parhuzamositott kiszamitasdra. Ezen kiviil a futésidét tovabb
gyorsitjuk egy n = 5000 elemii alminta alkalmazdséaval is.

A betongerendak adatbézison szerzett tapasztalatokat is tudjuk hasznosi-
tani a Hibrid algoritmus implementaciéja soran. Mivel az algoritmus gyakran
talal egy elég jo megoldast a kezdeti iterdcidkban, igy a konkrét kisérletiink-
ben 60 elemii populaciéval dolgozunk, fixen 6 iterdcién keresztiil. Az algorit-
mus futtatdsit 5-szor ismételjik meg, és kivalasztjuk a legjobb modellt. A
HMCR és mutaciés valoszintségek bedallitasaihoz a betongerendak adatba-
zison tapasztalt legjobb bedllitdsokat alkalmazzuk. A HMCR valdsziniiség
5%-161 n6 a 6 iteraci6 sordn 35%-ra, mig a mutdciés (bw) valdszintiség 90%-r6l
csokken 10%-ra. Ezen paraméterek mellett futtatjuk le a Hibrid algoritmust
20-szor és vizsgaltuk meg az eredményiil kapott modelleket és futasidéket.

A 20 futtatas atlagos futasideje 2,45 éra, 0,25 Ora szérdssal. A 20 ered-
ménybdl mindegyik megoldas megfelel a concurvity és szignifikancia korlé-
toknak. Tovabba, csak 3 esetben azonosithatunk olyan modellt, aminek a
tanité mintan mért R? értéke jelentésen eltér a teljes modell 0,217-es értékétsl
(jelent&s eltérésnek a 0,19-nél kisebb R?-eket vessziik). A 20 futtatés sordn
talalt legjobb megolddsban R? = 0,209, és 3 valtozét hasznal: LIMIT_BAL,
PAY_0 és PAY_AMT3. A kivélasztott valtozék hatdsai a hitelkartyacséd
valészintiségének logit transzformaltjara a 2. dbrdn talalhatdk.

A 20 futtatds soran tapasztalt legjobb modell eredményeit vetjiikk Gssze
a teszt adatbazison az mRMR és HSIC-Lasso algoritmusok eredményeivel.
Ezen kiviil benchmarkként alkalmazunk a feladatra dontési fa és véletlen
erd6 modelleket is. A dontési fat az rpart R csomaggal (Therneau — Atkin-
son [2018]), mig a véletlen erdét a caret R csomaggal (Recurvive Feature
Elimination, RFE véltozdszelekciéval kombindlva) (Kuhn et al. [2019]) im-
plementaltuk.
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2. dbra. A Hibrid algoritmus végsé modelljében a magyardzé valtozdkra illesztett spline
fliggvények a banki tigyfelek adatbazison, 95%-os konfidenciaintervallummal.

Forrds: sajat szerkesztés.

A futdsidék osszehasonlithatésdga miatt minden alkalmazott mddszert
20-szor futtatunk, és az adatbazis nagyobb mérete miatt vizsgdljuk a futds-
idok atlagat és szérasat is az eredménytul kapott modellek teszt adatbazison
mért AUC értéke mellett. Az eredményeket a 4. tdbldzat tartalmazza.

Algoritmus  Kivalasztott valtozék Concurvity Maximdlis AUC Futdasiddék
neve szdma korldtot sérté concurvity (Teszt) 4atlaga szdrasa
valtozdk mérték (perc) (perc)
AGE,
mRMR PAY_0+2+5, 6 PAY_2 0,8729  0,7441 1,629 0,035
PAY_AMT1+6
AGE
HSIC-Lasso PAY_0+2+ 5 PAY_0+2+3 0,9038 0,7409 0,446 0,048
3+4
LIMIT-BAL
Hibrid alg. PAY_0, 3 - 0,2267  0,7488 147,257 15,079
PAY_AMTS3
Dontési fa PAY_0 1 - - 0,6413 0,0127 0,0004
LIMIT_BAL,
PAY_0+2+
Véletlen 3+4+5+6,
erdd mindegyik 26 BILL_.AMT14+ 0,9834 0,7562 132,543 0,758
(RFE szel.) 2+3+4+5+6,
PAY_AMT1+
2+3+4+5+6,

4. tdbldzat. A vizsgdlt algoritmusok eredményei a banki ligyfelek adatbazison. Forrds: sajat

szerkesztés.
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A 4. tablazat alapjdn elmondhatd, hogy a véletlen erd6 algoritmusban
nem kifizet6do véaltozoszelekcidt végezni, és ez az algoritmus adja a legjobb
teljesitményt a tesztadatokon. Azonban a szelektalt GAM-ok nem maradnak
el jelentGsen a véletlen erdé teljesitményétol, és lényegesen kevesebb magya-
razé valtozét hasznalnak fel a hasonlé pontossdg eléréséhez. A domtési fa
modell til takarékos, csak egy magyarazé valtozot haszndl fel, igy a teljesit-
ménye latvanyosan elmarad a tobbi vizsgalt modelltol.

Megfigyelhetjiik, hogy a PAY_0 véltozét (iigyfél torlesztési stdtusza a
lekérdezés hénapjdban) mindegyik modellben érdemes szerepeltetni, 4m a
véltozé értéke korabbi iddszakokban mér redundancidt (igy a concurvity
korlatok megsértését) okoz a modellekben. Ennek oka, hogy a fizetési statusz
a lekérdezés honapjaban jol kozelitheto a kordbbi hénapok fizetési statuszanak
t6bbvéltozos fiiggvényével. Azaz a lekérdezés honapjanak fizetési stétusza a
korabbi honapok fizetési statuszara vonatkozd informaciot is magaban hor-
dozza, igy ezek szerepeltetése a modellben nem csckkenti érdemben a csédese-
mény elorejelzésének bizonytalansigat. Ezt a jelenséget a redundanciat csak
paronként vizsgalé mRMR és HSIC-Lasso algoritmusok nem detektaljak. Az
mRMR, algoritmus modelljében a PAY_2 véltoz6 jol kozelitheté a PAY_0 és
PAY_5 vialtozdk kétvaltozds fliggvényeként. Ez egy érthetd jelenségnek tiinik,
hiszen a lekérdezés el6tt 2 honappal mért fizetési statuszban feltehetéen az
5 honappal korabbi dllapot hatdsa ,,még megjelenik”, a 2 hénappal kés6bbi
statusz hatasa pedig ,,mar megjelenik”. Hasonl6 jelenség okozza a HSIC-
Lasso altal preferalt modellben tapasztalt redundancidkat is. Ellenben, a Hi-
brid algoritmus segitségével rajohetiink, hogy a lekérdezés el6tt 3 hénappal
fizetett torlesztOrészlet Osszegének (PAY_AMT3) szerepeltetésével a modell-
ben 1j, nem-redundéns informéaciéhoz juthatunk az tigyfelek csédvaldsziniisé-
gérol. Tehat azt mondhatjuk el, hogy a lekérdezés idGpontja el6tti hénapok
fizetési fegyelmére vonatkozo 1j informéciét a 3 honappal korabban fizetett
torlesztorészlet Gsszege hordoz, a lekérdezés honapjaban fennallé hatralékos
hénapok szdma mellett. A hétralékos hénapok szaménak korabbi értékei a
csodvaldszintiségre nem szolgaltatnak érdemi 1j informaciot.

A futasidok vizsgdlata sordn egyértelmii hatranyban vannak a lehetséges
magyarazo valtozok halmazéanak tobb részhalmazat is megvizsgdld algoritmu-
sok (Hibrid és RFE véletlen erd6vel) a linedris keres6 mRMR-vel és a regu-
larizacios becslési feladatot megoldé HSIC-Lasso-val szemben, nem is beszélve
az egyszeri dontési farél. Azonban, ha az elemzd célja egy takarékos ma-
gyarazo modell épitése, és a futasidore nincsenek kimondottan sziik korlatok,
akkor érdemes lehet a Hibrid algoritmust alkalmazni példaul a véletlen erdével
kombindlt RFE algoritmussal szemben. Hiszen a Hibrid algoritmus hasonld
futasidé és tesztadat teljesitmény mellett egy olyan megoldast tud biztositani,
melyben a magyarazé valtozok hatdsa jobban visszafejthet6. Természetesen
ezen kezdeti eredmények még tovabbi vizsgalatokat igényelnek tobb, a je-
len tanulmanyban vizsgéltaktdl eltér6 viselkedésii adatbazisokon is. Ezen til
a Hibrid algoritmus eredményeinek érzékenységvizsgalata is fontos eredmé-
nyekre vezethet az alkalmazott probakhoz valasztott szignifikanciaszint és a
concurvity mértékre szabott korlat szigorusiganak fliggvényében.
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6 (")sszegzés

Jelen tanulmanyban bemutattunk egy hibrid genetikus — harmoéniakeresé al-
goritmust altalanositott additiv modellek véltozdszelekcios feladatdnak meg-
oldasara.

Munkénkban attekintettiik a GAM-ok alapfogalmait, kiilon kitérve a ma-
gyarazo valtozok nem-linedris transzformacigjat megvaldsito fliggvények re-
prezenticidjara. Bemutattuk, hogy thin plate spline fliggvények alkalma-
zasaval automatizdlhaté a spline fiiggvények rendjének és a bazisfiiggvények
szakaszhatarainak megvalasztasa. Ezzel a valtozoszelekcids feladat komplexi-
tdsa meglrizhetd: tovabbra is csak a modellben szerepel6 magyarazé valtozok
korérél sziikséges dontést hozni. Felhivtuk ra a figyelmet, hogy GAM vél-
tozdszelekcié soran keriilend6 a concurvity jelenség a végsé modellben, ha
célunk egy jol értelmezheté modell kialakitdsa, amiben a véltozok hatasai
visszafejthet6k. A thin platse spline-ok fogalmainak segitségével bemutat-
tunk egy mértéket, amivel mérheté a concurvity jelenség, azaz megadhato,
hogy egy magyarazo valtozd mennyire jol kifejezheté mas magyarazo valtozdk
nem-linedris fliggvényeként.

A tanulmanyban ismertettiink két olyan korszerii valtozdszelekcids algo-
ritmust, amelyek célfiiggvényiikon keresztiil torekednek elérni, hogy a végsd
modellben a concurvity jelenség ne 1épjen fel. Ugyanakkor, mindkét algorit-
mus a concurvity-t csak magyarazovaltozé-paronként vizsgalja. Ezzel figyel-
men kiviil hagyjak az olyan eseteket, amelyekben egy magyarazé valtozd a
modellben szerepld egyéb valtozdk tobbvaltozos fiiggvényeként fejezheto ki.

Bemutattuk, hogyan épithet6é be a thin plate spline fiiggvények alkalma-
zésa a linedris valtozoszelekciét mar kezelé Hibrid algoritmusba. Megmutat-
tuk, hogy a Hibrid algoritmus képes kezelni kozvetleniil a concurvity mérték-
re vonatkozé korlatokat is a valtozoszelekcids feladatban. Kiemeltiik, hogy
az algoritmus hatékony miikodésének kulcsa a kezdeti memdria (populdcid)
j6 minoOségének biztositasa. Erre két lehetséges megoldast is javasoltunk: a
nagy memoriaméret alkalmazdsat és az algoritmus tobbszori futtatasat kis
maximalis generacidoszam mellett.

A bemutatott algoritmusokat alkalmaztuk két valés adatbazison. Mindkét
esetben a Hibrid algoritmus végs6 modellje a legnagyobb becslési pontossaggal
rendelkez6 modell, amely mentes a concurvity jelenségtol. A kisebb méretii,
betongerendék adatbéazison torténo futtatasok soran vizsgaltuk a Hibrid algo-
ritmus optimélis paramétereinek beallitasat. A vizsgdlat alapjén elmondhat-
tuk, hogy az algoritmus hatékonyabb, ha a véletlenszeri szelekcids operatorai
domindlnak, de a szabdlyszer( elemek teljes elhagydsa nem kifizet6d6. A
kezdeti populacié mindségének biztositasahoz hatékonyabb mddszer az algo-
ritmus t6bbszori futtatdsa kis maximalis generdciészam mellett. A nagyobb
méretii, banki tgyfelek adatbazison bemutattuk, hogy a memoriaban 1évo
egyedekhez tartozé modellek parhuzamos kiszamitasaval az algoritmus var-
haté futasideje roviditheté. Ugyanakkor a Hibrid algoritmus alkalmazasakor
nagyobb adatbazis esetében a futasido igy is jelentSs, bar hasonldé nagysigren-
di, mint egy véletlen erd6 algoritmus RFE valtozoszelekcidéval kombinalva.
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Osszességében az eredményeink alapjan elmondhaté, hogy ha a cél egy ta-
karékos, magyarazo jellegli modell épitése az eredményvaltozora, és a futasidé
sem komoly korlat, akkor a Hibrid algoritmus alkalmazasa javasolt az egyéb
vizsgalt valtozoszelekcids algoritmusokkal szemben. Késébbi munkdinkban
tervezziik a Hibrid algoritmus eredményeinek érzékenységvizsgalatat az al-
kalmazott prébakhoz valasztott szignifikancia-szint és a concurvity mértékre
szabott korlat szigorusaganak fliggvényében. Tovabba tervezziik elemezni a
Hibrid algoritmus viselkedését a jelen tanulményban vizsgalt adatbazisokhoz
képest eltéro6 viselkedésii, 1j adathalmazokon is.
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Mellékletek

Az 5.1. fejezetben bemutatott feltételek mellett a Hibrid algoritmusra el-
végzett ceteris paribus elvii paraméteroptimalizdlas részletes eredményeit a
betongerendak adatbézison jelen mellékletben ismertetjiik.

1. A Meméria (Populacié) méret keresése

Fontos megjegyezni, hogy a memoériaméret esetében a leheto legnagyobb ér-
ték az optimalis. 20 f6lé nem emeltiik az értéket, mivel akkor az algoritmus-
ban mar 5-nél kevesebb 1épés kellett volna a megallasi kritérium kielégitésé-
hez, igy az egyedek 6roklodését szabélyozo szelekcids operatorok 1ényegében
semmilyen szerepet nem kaptak volna a futtatas soran.

Viéltozatlanul hagyott paraméterek: indulé HMCR = 0,2; maximalis
HMCR = 0,6; indulé mutéaciés valésziniiség = 0,9; minimélis mutéacids
valészintiség = 0,2; A korai kilépés valtozatlan legjobb célfiiggvényre vonat-
kozé feltétele = 5.

70,0%
60,0%
50,0%
40,0%
30,0%
20,0%
10,0%

0,0%
0 5 10 15 20 25

Memoria (Populdcid) mérete

Legjobb két megoldas felfedési aranya

3. dbra. A Hibrid algoritmus hatékonysdga a populdciéméret fliiggvényében. Forrds: sajat
szerkesztés.
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2. Az indulé HMCR valésziniiség keresése

Mivel a HMC R valészintiséget az algoritmus futasa soran folyamatosan no-
veljiik, igy a két azonos hatékonysdgi megoldds (5% és 30%) koziil a kisebbet
tekintjiik optimalisnak. Hasonl6 okbdl kifolydlag az indulé HMC R valdszi-
niiség értékek maximuma 70%-ban lett megallapitva.

Viltozatlanul hagyott paraméterek: Memoria mérete = 15; maximalis
HMCR = 0,9; indul6 mutéaciés valésziniiség = 0,9; minimélis mutéacids
valészintiség = 0,2; A korai kilépés valtozatlan legjobb célfiiggvényre vonat-
kozé feltétele = 5.
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4. dbra. A Hibrid algoritmus hatékonysaga az indulé H M CR valészin{iség fliggvényében.
Forrds: sajat szerkesztés.
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3. Az indulé mutéciés (bw) valdsziniiség keresése

Mivel az algoritmus futéds soran a mutacios valészintiség folyamatosan csokken,
fgy az induldé mutéciés valésziniiség értékek minimuma 30%-ban lett megal-
lapitva.

Viltozatlanul hagyott paraméterek: Memoria mérete = 15; indulé HMCR
= 0,2; maximélis HMCR = 0,6; minimélis mutéciés valészintiség = 0,1; A
korai kilépés valtozatlan legjobb célfliggvényre vonatkozo feltétele = 5.
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5. dbra. A Hibrid algoritmus hatékonysiga az indulé mutaciés valészintiség fliggvényében.
Forrads: sajat szerkesztés.
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4. A maximalis HMCR val6sziniiség keresése

Mivel a HMC R valészintiséget az algoritmus futasa soran folyamatosan no-
veljiik, igy a maximalis generacidoszam esetén érvényes értékét nem engedjitk
20% ald csokkenni.

Viltozatlanul hagyott paraméterek: Memoria mérete = 15; indulé HMCR
= 0,1; indul6 mutaciés valészintiség = 0,9; minimélis mutacios valdsziniiség
= 0,2; A korai kilépés véltozatlan legjobb célfiiggvényre vonatkozoé feltétele
= 5.
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6. dbra. A Hibrid algoritmus hatékonysdga a maximadlis H M C R valészinliség fliggvényében.
Forrds: sajat szerkesztés.
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5. A minimdlis mutéciés (bw) valdsziniiség keresése

Mivel az algoritmus futéds soran a mutacios valészintiség folyamatosan csokken,
{gy a maximdlis generdcidészdm esetén érvényes értékét nem engedjiik 70% folé
emelkedni.

Viltozatlanul hagyott paraméterek: Memoria mérete = 15; indulé HMCR
= 0,2; maximalis H M CR = 0,6; indulé mutécids valészintiség = 0,9; A korai
kilépés valtozatlan legjobb célfiiggvényre vonatkozo feltétele = 5.

70,0%
o0 \‘\../‘_—‘\.
50,0%
40,0%
30,0%
20,0%
10,0%

0,0%
0% 10% 20% 30% 40% 50% 60% 70% 80%

minimalis mutacios valdészinliség

Legjobb két megoldas felfedési aranya

7. @bra. A Hibrid algoritmus hatékonysdga a minimélis mutaciés valésziniiség fliggvényében.
Forrds: sajat szerkesztés.
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6. A globalis optimum vagy a masodik legjobb megoldas megtala-
lasdhoz sziikséges lépésszamok eloszlasa

A 3. tdbldzatban adott optimélis paraméter értékek mellett a globdlis opti-
mum vagy a masodik legjobb megoldas megtalalasahoz sziikséges 1épésszamok
eloszlasat mutatja az 5. tabldzat. A kiemelt gyakorisdgértékek ravildgitanak,
hogy az optimalis paraméterek alkalmazasa mellett a futtatasok valamivel
t6bb mint harmaddban (12/30 esetben) gy taldlja meg a Hibrid algoritmus
a globalis optimumot vagy a mésodik legjobb megoldast, hogy ez a megoldas
mar az algoritmus 5. iterdcidja elétt a meméridba keriilt.

Végs6é megoldds megjelenésének iteracidja
Hanyadik legjobb megoldas? 2 3 4 5 6 7 8 9 10 Végosszeg

8 1 1
7 1 1
6 1 1
5 1 1 2
4 2 1 3
3 1 1 2
2 2 1 1 1 1 1 7
1 3 17 3 2 1 2 1 13
Végisszeg 6 1 3 7 3 2 3 2 3 30

5. tabldzat. A megolddsok megtaldlisdhoz sziikséges 1épésszamok eloszlasa

FEATURE SELECTION IN GENERALIZED ADDITIVE MODELS WITH
METAHEURISTICS

In supervised machine learning our aim is to predict a well-defined target variable
as accurately as possible by utilizing the known values of several feature variables.
Nowadays many complex algorithms are available to solve this task. On the other
hand, algorithms that provide the most accurate estimates of the target variable are
usually poor at determining marginal effects of the feature variables to the target.
However, in certain practical applications, the most important result of supervised
learning is not necessarily the accurate estimation of the target, but the discovery
of each feature’s marginal effect. For example, a bank has to offer a clear reasoning
when declining a credit application. In our current big data environment, when the
number of possible features is large, determining marginal effects can be challenging
even for a linear regression model. One tool that can be utilized to make supervised
learning models more interpretable is feature selection.

In this paper we examine the performance of the most recent feature selec-
tion algorithms that can be utilized in the context of Generalized Additive Models
(GAMs). We chose the model framework of GAMs since they represent a balance
between model interpretability and prediction accuracy. In GAMs, marginal effect
of the features can be determined, and we are not bound by pre-defined linear,
logarithmic, or any other closed functional forms when representing the non-linear
effect of features. However, the model does assume an additive structure, so we
should apply features that are uncorrelated in a non-linear sense.

Several feature selection algorithms can be applied in a GAM framework. How-
ever, the algorithms based on the Hilbert-Schmidt Independence Criterion (HSIC)
aim to avoid selecting redundant features. The most recent examples are the mRMR,
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and the block HSIC Lasso. On the other hand, these algorithms only examine pair-
wise independence of the features, so they cannot tackle a case where one feature
can be accurately estimated by the combination of several other features. There-
fore, we propose a hybrid genetic-improved harmony search algorithm (HGHS for
short) that applies thin plate splines to produce a best subset feature selector that
is capable to find parsimonious models. In the HGHS, the classical feature selec-
tion problem is extended with an extra constraint that ensures that redundancy
between the selected features is avoided. Numerical examples for the constrained
feature selection problem are shown on two real world datasets. The first dataset
contains 9 variables of 1030 concrete girders. The task is to estimate the com-
prehensive strength of concrete material as a non-linear function of age and ingre-
dients. In the second dataset, the task is to estimate for clients in a Taiwanese
bank if they are to report default on their credit card loans in one month from
now. This dataset consists of 30000 observations and 26 possible features. The
performance of the HA is compared with the mRMR and the HSIC Lasso on these
datasets. On the second, larger dataset, CART Decision Tree and Recursive Fea-
ture Elimination (RFE) combined with a Random Forest learner is also applied as
a benchmark algorithm that is not based on GAM learners. All the R scripts of
the numerical experiments, the training and test datasets in Rda format, and the
tables containing detailed numerical results in csv and xlsx formats are available on
the https://github.com/KoLa992/Hybrid-algorithm-for-GAMs repository. Every
R script was run in R version 3.5.3.; on a 64-bit Windows 10 operating system.

Based on the numerical results, the HGHS can tackle the constrained feature
selection problem more effectively than the mRMR and HSIC-Lasso. The HA is
the only one of the examined algorithms that can propose models with feature sets
that are completely free of redundancy on both examined real-world datasets. This
result cannot be matched by the mRMR and the HSIC-Lasso since they only address
the redundancy between variable pairs. In case of the Concrete Comprehensive
Strength Dataset, the mRMR algorithm proposes a concurvity-free feature subset,
but the prediction accuracy of the proposed model is smaller than that of the model
proposed by the HGHS.

The performance of the HGHS metaheuristic is greatly affected by the balance
between random and controlled selection operators. Results show that when apply-
ing the HGHS in a GAM framework, it is preferred to generate completely random
new individuals during the iterations, but inheritance from the previous population
should not be neglected. In fact, it is also preferred to continuously increase the
probability of inheriting an individual from the better-than average individuals of
the previous memory/population. Results of a ceteris paribus sensitivity analysis
highlight that in case of the optimal parameter set of HGHS, the algorithm can find
the global optima or the second-best solution before mapping 40% of the search
space in more than third of trials. Based on this observation, we can conclude that
the poor quality of initial memory/population should be addressed by running the
algorithm from several initial random populations rather than running the algo-
rithm once with large population/memory size. On a large dataset the runtime of
the metaheuristic is substantial. However, with parallelization the runtimes can
be decreased to the level of Random Forest algorithm combined with Recursive
Feature Elimination algorithm.





