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HIERARCHIKUS KLASZTEREZ¶ES ¶ES A
PORTF¶OLI¶O-KIV¶ALASZT¶AS PROBL¶EMA1

GERA IMRE { LONDON ANDR¶AS
Szegedi Tudom¶anyegyetem ¶es Pozna¶n University of Economics and Business

Ezen tanulm¶anyban hierarchikus klaszterez¶esen alapul¶o portf¶oli¶o-kiv¶alaszt¶asi
elj¶ar¶asokat hasonl¶³tunk Äossze. A hierarchikus klaszterez¶est egyr¶eszt a korre-
l¶aci¶os m¶atrix tiszt¶³t¶as¶ara haszn¶aljuk, ¶es a szakirodalomban bevett m¶odszerek
mellett egy ¶un. kon¯gur¶aci¶os modellen alapul¶o m¶odszert is bemutatunk. A
portf¶oli¶o kiv¶alaszt¶o elj¶ar¶asok kÄozÄul a tiszt¶³tott korrel¶aci¶os m¶atrixot haszn¶al¶o
Markowitz-modellt vizsg¶aljuk. M¶asr¶eszt a hierarchikus klaszterez¶est a port-
f¶oli¶o kialak¶³t¶as¶ara kÄozvetlenÄul haszn¶al¶o HRP ¶es HERC algoritmusokat mu-
tatjuk be. A val¶os adatokon v¶egzett k¶³s¶erleteinkkel Äossze¶all¶³tott portf¶oli¶okat
tÄobb krit¶erium szerint is ki¶ert¶ekeljÄuk. Vizsg¶alataink azt mutatj¶ak, hogy az
¶uj portf¶oli¶o kiv¶alaszt¶o m¶odszerek ugyan tÄobb metrika szerint is jobban tel-
jes¶³tenek az eredeti Markowitz-modelln¶el, nincs egy¶ertelm}uen legjobb v¶alasz-
t¶as a befektet}o sz¶am¶ara.

1 Bevezet¶es

A hagyom¶anyos portf¶oli¶o-kiv¶alaszt¶asi elj¶ar¶asok a r¶eszv¶enyhozamok varianci¶a-
j¶an keresztÄul m¶erik a portf¶oli¶o kock¶azat¶at, melyet minimaliz¶alni szeretn¶enek.
Ezen optimaliz¶al¶asi elj¶ar¶asok a gyakorlatban akkor m}ukÄodhetnek j¶ol, ha a
r¶eszv¶enyhozamokb¶ol k¶epzett kovariancia (vagy korrel¶aci¶os) m¶atrix megfelel}o
m¶odon tiszt¶³tott. Ehhez egyr¶eszt ki kell sz}urni a kovarianci¶ak becsl¶es¶eb}ol
ad¶od¶o statisztikai bizonytalans¶agot (rÄoviden zajt), melynek f}o okoz¶oja, hogy
a vizsg¶alt n r¶eszv¶eny id}osorainak T hossza nem elegend}oen nagy n-hez vi-
szony¶³tva. ¶Altal¶aban ez a helyet, mivel a hozamok kÄozti ÄosszefÄugg¶esek nem-
stacion¶arius jellege miatt c¶elszer}u T -t min¶el kisebbre v¶alasztani (Bongiorno
¶es Challet 2020). A kovariancia becsl¶es¶eb}ol sz¶armaz¶o zaj csÄokkent¶es¶ere m¶ar
kor¶abban is l¶eteztek megold¶asok, p¶eld¶aul Laloux ¶es tsai. 1999; Tola ¶es tsai.
2008, illetve Äosszefoglal¶o tanulm¶any jelent meg a t¶em¶aban (Bun, Bouchaud
¶es Potters 2017). Ezen m¶odszerek az eredeti Markowitz-f¶ele portf¶oli¶o modell
jav¶³t¶as¶ara is haszn¶alhat¶ok (London, Gera ¶es B¶anhelyi 2018). Egy j¶o tiszt¶³t¶asi
elj¶ar¶asnak olyannak kell lennie, ami megtartja a kovariancia m¶atrix stabil,
t¶enyleges inform¶aci¶ot tartalmaz¶o szerkezet¶et. Ez¶ert az, hogy ¶eppen melyik
tiszt¶³t¶asi elj¶ar¶as m}ukÄodik legjobban, fÄugghet az adott ¶ert¶ekpap¶³rpiac, illetve
a vizsg¶alt ¶ert¶ekpap¶³rok saj¶atoss¶agait¶ol.

1E-mail: gerai@inf.u-szeged.hu, london@inf.u-szeged.hu. Be¶erkezett 2020. decem-
ber 11.
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Sz¶amos meg¯gyel¶es szerint a legtÄobb komplex rendszer, ¶³gy a t}okepiacok
is, hierarchikus fel¶ep¶³t¶est kÄovetnek (Simon 1991). Egy k¶ezenfekv}o megkÄoze-
l¶³t¶es szerint ezt a szerkezetet valamilyen hierarchikus klaszterez}o elj¶ar¶ast al-
kalmazva hat¶arozhatjuk meg. Ekkor felt¶etelezzÄuk, hogy a hozamkorrel¶aci¶ok
kÄozÄotti fÄugg}os¶egi (hierarchikus) viszonyok \egym¶asba ¶agyazottak", vagyis egy
dendrogram seg¶³ts¶eg¶evel j¶ol le¶³rhat¶ok (Tumminello, Lillo ¶es Mantegna 2007).
Ebben a tanulm¶anyban a hierarchikus klaszterez¶es lehets¶eges alkalmaz¶asait
mutatjuk be a portf¶oli¶o-kiv¶alaszt¶asi feladat eset¶en: egyr¶eszt mint kovari-
anciam¶atrix sz}ur¶esi elj¶ar¶ast alkalmazzuk a Markowitz-modellben, m¶asr¶eszt
kÄozvetlenÄul haszn¶aljuk a portf¶oli¶o Äossze¶all¶³t¶as¶ara, megkerÄulve ezzel az opti-
maliz¶al¶asi feladat megold¶as¶at. K¶³s¶erleteinket val¶os adatokon hajtjuk v¶egre,
a m¶odszerek teljes¶³tm¶eny¶et tÄobb mutat¶on keresztÄul hasonl¶³tjuk Äossze.

1.1 A portf¶oli¶o probl¶ema

Portf¶oli¶o-kiv¶alaszt¶asr¶ol akkor besz¶elÄunk, amikor egy befektet}o a t}ok¶ej¶et sze-
retn¶e sz¶etosztani a piacon el¶erhet}o r¶eszv¶enyek kÄozÄott. Ennek els}odleges c¶elja
egy elv¶art hozamszint biztos¶³t¶asa mellett a befektet¶es kock¶azat¶anak mini-
maliz¶al¶asa, illetve adott kock¶azati szinten a lehet}o legnagyobb hozam el¶er¶ese.
A feladat megold¶as¶ahoz jellemz}oen egy adott r¶eszv¶enyhalmaz (p¶eld¶anak ok¶an
legyenek ezek a Budapesti ¶Ert¶ekt}ozsde r¶eszv¶enyei) historikus adataib¶ol in-
dulunk ki, amely tartalmazza az egyes r¶eszv¶enyek ¶arfolyamait tetsz}oleges
id}orendi lebont¶asban. Itt napi z¶ar¶o¶arakkal dolgozunk, de kisebb (pl. heti)
¶es nagyobb (pl. ¶or¶ank¶enti) felbont¶as¶u adatokat is szok¶as vizsg¶alni. A napi
z¶ar¶o¶arakb¶ol gyakran logaritmikus hozamokat k¶epzÄunk. Az i-edik r¶eszv¶eny
logaritmikus hozama a t id}opontban

xi;t = log
Pi(t)

Pi(t ¡ 1)
= log Pi(t) ¡ log Pi(t ¡ 1); (1)

ahol Pi(t) az i-edik r¶eszv¶eny t-edik napi z¶ar¶o¶ar¶at jelÄoli. A logaritmikus
hozamok haszn¶alat¶anak f}o oka, hogy ezek a hozamok id}o-addit¶³vak (vagyis
xi;t + xi;t+1 + ¢ ¢ ¢ + xi;t+j = log Pi(t + j) ¡ log Pi(t)), ¶es ha az 1-peri¶odusos
logaritmikus hozamok norm¶alis eloszl¶as¶uak (ez egy gyakori felt¶etelez¶es, mely
a mi adataink eset¶en is teljesÄul), a j-peri¶odusosak is azok lesznek. Egy p¶elda
napi z¶ar¶o¶arakra ¶es logaritmikus hozamokra az 1. ¶abr¶an l¶athat¶o. A vizs-
g¶alataink sor¶an a z¶ar¶o¶arakat teh¶at ezekkel fogjuk helyettes¶³teni. Ebb}ol az
i-edik r¶eszv¶eny ¶atlagos hozama, ha az id}osor T hossz¶u,

xi =
1

T

TX

t=1

xi;t : (2)

Az i ¶es j r¶eszv¶enyek kÄozÄotti kovarianci¶at a

¾2
ij =

1

T ¡ 1

TX

t=1

(xi;t ¡ xi)(xj;t ¡ xj) (3)
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ÄosszefÄugg¶essel hat¶arozhatjuk meg. Ezeket m¶atrixba rendezve kapjuk a §§§ =
(¾2

ij)i;j kovarianciam¶atrixot, amely tartalmazza az Äosszes r¶eszv¶eny hozam-
id}osor¶anak p¶aronk¶enti kovarianci¶aj¶at, valamint a f}o¶atl¶oban az egyes r¶eszv¶e-
nyek hozamainak varianci¶aj¶at is. A C korrel¶aci¶os m¶atrixot egyszer}uen kapjuk
a kovarianciam¶atrixb¶ol a Cij := ¾ij=

p
¾ii¾jj normaliz¶al¶assal. Fontos megem-

l¶³teni, hogy a korrel¶aci¶o ¶ert¶eke nem invari¶ans a hozamok logaritmikus transz-
form¶aci¶oj¶ara, ez¶ert portf¶oli¶okiv¶alaszt¶asi modellek eset¶en ¶altal¶aban norm¶al
hozamokkal sz¶amolnak (Embrechts, McNeil ¶es Straumann 2002). Ugyanakkor
a val¶os¶agban megjelen}o napi hozamok eset¶en a norm¶al ¶es logaritmikus hoza-
mok kÄozÄotti elt¶er¶es elhanyagolhat¶o, a logaritmikus hozamok haszn¶alat¶anak
fentebb eml¶³tett el}onyei miatt mi ezt prefer¶altuk.

1. ¶abra. Az OTP ¶es Richter r¶eszv¶enyek 2018-as napi z¶ar¶o¶arai (felÄul)
¶es logaritmikus hozamai (alul)

A tov¶abbiakban a kÄovetkez}o szitu¶aci¶ot felt¶etelezzÄuk. A befektet}o az adott
napon mindig az el}oz}o T nap ¶arfolyamainak ¯gyelembev¶etel¶evel hat¶arozza
meg a portf¶oli¶oj¶at. Ekkor tÄort¶enik a kock¶azatelemz¶es ¶es a diverzi¯k¶aci¶o,
azaz a portf¶oli¶o r¶eszv¶enyeibe tÄort¶en}o befektet¶es is. Ezt kÄovet}oen v¶ar ¶ujabb T
napot, amikor is ki¶ert¶ekeli azok t¶enyleges (,,realiz¶alt") hozam¶at ¶es kock¶azat¶at.
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2 Hierarchikus klaszterez¶es a Markowitz-mo-
dellben

A kock¶azatcsÄokkent¶es egyik f}o eszkÄoze a diverzi¯k¶aci¶o, vagy kock¶azatmeg-
oszt¶as, miszerint egyszerre nem puszt¶an egy, hanem tÄobb ¶ert¶ekpap¶³rba fek-
tetÄunk be. Ezt a m¶odszert intuit¶³ven az motiv¶alja, hogy ha nem korrel¶alnak
egym¶assal a birtokunkban l¶ev}o ¶ert¶ekpap¶³rok hozamai, akkor egy-egy ¶ert¶ek-
pap¶³r ¶arfolyam¶anak csÄokken¶esekor nem tÄorv¶enyszer}u, hogy a tÄobbi ¶arfolyama
is csÄokken, teh¶at kisebb annak a vesz¶elye, hogy Äosszess¶eg¶eben vesztes¶egesek
leszÄunk. Az els}o, diverzi¯k¶aci¶ot is mag¶aba foglal¶o portf¶oli¶o-kiv¶alaszt¶asi mo-
dellt Harry Markowitz fogalmazta meg (Markowitz 1952). L¶ev¶en, hogy az
elv¶art hozam ¶es kock¶azat jelent¶ese, ez¶altal m¶er¶ese sem egy¶ertelm}u, ezt a k¶et
m¶er}osz¶amot vagy a modell m¶odszertana (ilyen pl. a Markowitz-modell) vagy
a befektet}o hat¶arozza meg (mint p¶eld¶aul a Hierarchical Equal Risk Contri-
bution (HERC) modell eset¶eben (Ra±not 2018)).

Az eredeti Markowitz-modell a portf¶oli¶o v¶arhat¶o hozam¶at a r¶eszv¶enyek
¶atlagos hozamainak s¶ulyozott ¶atlagak¶ent, a kock¶azatot pedig a portf¶oli¶o hoza-
m¶anak varianci¶ajak¶ent de¯ni¶alja. Markowitz megmutatta, hogy amennyiben
fels}o korl¶atot adunk a kock¶azatra vagy als¶o korl¶atot a hozamra, az opti-
m¶alis portf¶oli¶ot egy konvex kvadratikus programoz¶asi feladat megold¶as¶aval
kaphatjuk meg. Itt a hozamra fogunk als¶o korl¶atot megadni, azaz a befektet}o
sz¶am¶ara elfogadhat¶o legkisebb hozamot lehet majd param¶eterk¶ent kezelni. A
megoldand¶o kvadratikus optimaliz¶al¶asi feladat a kÄovetkez}o:

min
p

p§§§p>

felt¶eve
nX

i=1

pi = 1 (4)

nX

i=1

piri ¸ R;

ahol ri az i-edik r¶eszv¶eny (i = 1; . . . ; n) becsÄult hozama valamilyen statisztikai
becsl¶es szerint, mint p¶eld¶aul az ¶atlagos hozam, azaz ri = xi (ld. (2)-es k¶ep-
let), R pedig a minim¶alisan elv¶art hozam. A

P
i pi = 1 technikai felt¶etel

biztos¶³tja, hogy a t}ok¶enk pontosan 100%-¶at fektessÄuk be. A feladat megold¶a-
sak¶ent egy p s¶ulyvektort kapunk, amelyben az egyes r¶eszv¶enyekbe fektetend}o
t}okear¶anyok szerepelnek. MegjegyezzÄuk, hogy megengedÄunk negat¶³v s¶ulyokat
is, azaz az ¶un. rÄovidre elad¶as is lehets¶eges. A feladat megold¶asakor kikÄotjÄuk
tov¶abb¶a, hogy ¡1 · pi · 1. Ez seg¶³t elkerÄulni olyan, kev¶esb¶e realiszti-
kus helyzeteket, ahol az optim¶alis megold¶asban egy-egy r¶eszv¶enybe a t}ok¶enk
tÄobbszÄorÄos¶et fektetn¶enk be (pl. hitelfelv¶etel seg¶³ts¶eg¶evel).
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2.1 Kovarianciam¶atrixok sz}ur¶ese

Markowitz modellje tÄobb korl¶atba is ÄutkÄozik. Megmutathat¶o p¶eld¶aul, hogy a
kapott megold¶as (az optim¶alis portf¶oli¶o) rendk¶³vÄul ¶erz¶ekeny a feladat para-
m¶etereinek v¶altoz¶asaira. A kvadratikus optimaliz¶al¶asi feladat a r¶eszv¶enyek
hozamaib¶ol k¶epzett §§§ kovarianciam¶atrix invert¶al¶as¶at is ig¶enyli, ami egy kÄozel
szingul¶aris m¶atrix eset¶eben instabil megold¶asokhoz vezethet. Tov¶abb¶a, mivel
v¶eges (T -hossz¶u) id}osorok alapj¶an becsÄuljÄuk a kovarianci¶akat, a hozamok kÄoz-
ti ÄosszefÄugg¶esek nem-stacion¶arius jellege miatt a kovarianciam¶atrix gyakran
hordoz mag¶aban statisztikai bizonytalans¶agot (egyszer}uen mondva zajt), ¶es
ez rossz kock¶azatbecsl¶eshez vezethet (De Prado 2016). Ut¶obbit igyekeznek or-
vosolni a kÄulÄonbÄoz}o sz}ur¶esi elj¶ar¶asok, mint p¶eld¶aul a v¶eletlen m¶atrixok elm¶ele-
te (Random Matrix Theory , RMT) (Bun, Bouchaud ¶es Potters 2017), vagy a
hierarchikus klaszterez¶es (Tola ¶es tsai. 2008). A m¶odszerek eredm¶enyek¶eppen
egy tiszt¶³tott (vagy ,,sz}urt") §§§f kovarianciam¶atrixot kapunk, amelyet a Mar-
kowitz-modell c¶elfÄuggv¶eny¶eben haszn¶alhatunk az eredeti §§§ helyett.

2.2 Hierarchikus klaszterez¶es mint sz}ur¶esi elj¶ar¶as

Egy n r¶eszv¶enyb}ol k¶epzett §§§ kovarianciam¶atrix egy n cs¶ucs¶u teljes gr¶af
szomsz¶eds¶agi m¶atrixak¶ent is ¶ertelmezhet}o. Ugyanez igaz a C = (Cij)i;j kor-
rel¶aci¶os m¶atrixra, mely a normaliz¶alt kovarianci¶akat tartalmazza. A sz}ur¶esi
elj¶ar¶as le¶³r¶as¶ahoz ezt fogjuk haszn¶alni. Els}o l¶ep¶esben a korrel¶aci¶os m¶atrixb¶ol
egy t¶avols¶agm¶atrixot k¶esz¶³tÄunk. Ezt Tumminello, Lillo ¶es Mantegna (2007)
¶es Tola ¶es tsai. (2008) ment¶en a

Dij =
q

2(1 ¡ Cij) (5)

ultrametrikus t¶avols¶agfogalom seg¶³ts¶eg¶evel tesszÄuk meg (mely eset¶en a Dij ·
maxfDik;Dkjg (8i; j; k) felt¶etel teljesÄul), a nagy korrel¶aci¶okat kis t¶avols¶agg¶a
konvert¶alva¶³gy. A hierarchikus klaszterez¶est a D = (Dij)i;j m¶atrixon hajtjuk
v¶egre.

A klaszterez¶eshez egy agglomerat¶³v m¶odszert alkalmazunk, ami kezdet-
ben minden cs¶ucsot kÄulÄon klaszterbe sorol, majd l¶ep¶esenk¶ent a k¶et legkisebb
t¶avols¶ag¶u klasztert Äosszeolvasztja egy ¶uj klaszterr¶e, mindezt addig ism¶etelve,
am¶³g a v¶eg¶en egyetlen, az Äosszes r¶eszv¶enyt tartalmaz¶o klasztert kapunk (Niel-
sen 2016). L¶enyeges k¶erd¶es, hogy hogyan de¯ni¶aljuk k¶et klaszter t¶avols¶ag¶at,
amely alapj¶an az Äosszevon¶ast v¶egezzÄuk. A n¶epszer}u t¶avols¶agfogalmak kÄozÄott
szerepel a \single-linkage", amely szorosan kÄot}odik minim¶alis fesz¶³t}of¶ak ke-
res¶es¶ehez (Mantegna 1999), a \complete-linkage" ¶es az \average-linkage",
melyek rendre az al¶abbi m¶odon de¯ni¶alj¶ak egy C1 ¶es C2 klaszter t¶avols¶ag¶at:

dSL(C1; C2) = min
i2C1;j2C2

Dij;

dCL(C1;C2) = max
i2C1;j2C2

Dij ; (6)

dAL(C1;C2) =
1

jC1j ¢ jC2j
X

i2C1

X

j2C2

Dij :
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2. ¶abra. Egy hierarchikus klaszterez¶es Äosszeolvaszt¶asi f¶aja dendrogramk¶ent ¶abr¶azolva, k = 3
sz¶³nnel sz¶³nezve

Az algoritmus egy bin¶aris Äosszeolvaszt¶asi f¶at ad eredm¶enyÄul, amely t¶arolja,
hogy mely t¶avols¶agn¶al mely cs¶ucsokat vagy klasztereket olvasztotta Äossze. A
fa levelei az egyes cs¶ucsok (r¶eszv¶enyek) lesznek, a gyÄokere pedig az Äosszes
cs¶ucsot tartalmaz¶o klaszter. Ezt ¶abr¶azolhatjuk dendrogramk¶ent (ld. 2. ¶abra),
illetve elv¶aghatjuk a megfelel}o hierarchia szinten ¶ugy, hogy pontosan k darab
(az ¶abr¶an l¶athat¶o p¶eld¶an k = 3) klasztert kapjunk.

A klaszterez¶es eredm¶eny¶enek egy fontos tulajdons¶ag¶at haszn¶alhatjuk ki:
fel¶ep¶³tettÄunk egy f¶at a cs¶ucsainkb¶ol n¡1 Äosszevon¶assal. Ekkor helyettes¶³thet-
jÄuk a kor¶abbi D t¶avols¶agm¶atrixunkat az Äosszevon¶asi t¶avols¶agokat tartalmaz¶o,
Äosszesen n ¡ 1 kÄulÄonbÄoz}o ¶ert¶ekkel rendelkez}o Dhclust m¶atrixszal, majd az
(5) k¶epletet felhaszn¶alva vissza¶³rhatjuk azt egy Chclust korrel¶aci¶os m¶atrixsz¶a,
amit egy §§§hclust kovarianciam¶atrixsz¶a visszaalak¶³tva haszn¶alhatunk a (4) op-
timaliz¶al¶asi feladatban.

2.3 Egy null modell ¶es moh¶o algoritmus

A hierarchikus klaszterez¶es eredm¶eny¶et alternat¶³v m¶odon is haszn¶alhatjuk a
Markowitz-modell eset¶en. Az ¶altalunk alkalmazott m¶odszer l¶enyege, hogy
l¶etrehozunk egy n £ n-es C0 korrel¶aci¶os m¶atrixot, amelyben C0

ij az i ¶es j
r¶eszv¶enyek kÄozÄotti ¶atlagos korrel¶aci¶ot jelÄoli valamilyen null modell eset¶en.
TÄobbf¶ele null modellt is alkalmazhatunk. Egy lehet}os¶eg, hogy feltesszÄuk, hogy
minden r¶eszv¶eny korrel¶alatlan { ekkor C0 az n£n-es egys¶egm¶atrix lenne. Itt
egy, a C0-t gener¶al¶o kon¯gur¶aci¶os m¶atrixot haszn¶alunk, amelyet a Masuda,
Kojaku ¶es Sano (2018) cikkben megadott iterat¶³v elj¶ar¶assal lehet el}o¶all¶³tani.
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A felt¶etel az, hogy C0-ban minden i r¶eszv¶eny eset¶en a C0
i =

P
j Cij ¶un. korre-

l¶aci¶os er}oss¶eg legyen ¶alland¶o, viszont az egyes Cij (j = 1; . . . ; n) korrel¶aci¶okat
v¶eletlenÄul gener¶aljuk.

A k¶et m¶atrixot (C0-t ¶es C-t) egy kÄulÄonbs¶egm¶atrix k¶epz¶es¶ere haszn¶aljuk
fel ¶es ¶ujrask¶al¶azzuk:

C0 =
¯̄
C ¡ C0

¯̄
;

DC = ¡C0 + jminC0j + jmaxC0j :
(7)

Az ¶³gy kapott DC m¶atrix egy, a korrel¶aci¶os m¶atrixhoz kÄothet}o s¶ulyozott
gr¶afk¶ent ¶ertelmezhet}o. Az ¶ujrask¶al¶az¶ast az¶ert v¶egezzÄuk el, mert a hierar-
chikus klaszterez¶es minden l¶ep¶esben a legkisebb t¶avols¶agok alapj¶an v¶egez
el Äosszevon¶ast, ami ¶eppen a korrel¶aci¶os m¶atrix ¶es a null modellje kÄozÄotti
legnagyobb elt¶er¶eseket jelenti.

A Dc m¶atrixon v¶egrehajtott hierarchikus klaszterez¶esi elj¶ar¶as tulajdon-
k¶eppen ekvivalens az al¶abbi, modularit¶as jelleg}u fÄuggv¶eny (Newman 2006)

M =
X

i;j

¯̄
Cij ¡ C0

ij

¯̄
¢ ±ij (8)

moh¶o algoritmus szerinti maximaliz¶al¶as¶aval. A ±ij egy bin¶aris v¶altoz¶o, amely
megmondja, hogy i ¶es j egy klaszterbe tartoznak-e, azaz ±ij = 1, ha i ¶es j
azonos klaszterben vannak, kÄulÄonben ±ij = 0.

Ezzel az interpret¶aci¶oval nemcsak egy klaszterez¶est tudunk megadni, ha-
nem egyetlen sz¶ammal tudjuk jellemezni ennek a klaszterez¶esnek a ,,j¶os¶ag¶at".
Azt a klaszterez¶est tekintjÄuk, amelyre M ¶ert¶eke maxim¶alis, majd ¶ugy ¶all¶³tjuk
Äossze a kovarianciam¶atrixot a Markowitz-modellhez, hogy egy klaszterb}ol
csak egy r¶eszv¶enyt v¶alasztunk v¶eletlenszer}uen (itt ezt a megold¶ast v¶alasz-
tottuk), vagy valamilyen m¶as meggondol¶as ment¶en.

3 Hierarchikus klaszterez¶es kÄozvetlen portf¶o-
li¶o-kiv¶alaszt¶asra

Amennyiben szeretn¶enk ¶atl¶epni a Markowitz-modell bizonyos korl¶atoz¶asait,
m¶as diverzi¯k¶aci¶os technik¶akra van szÄuks¶egÄunk. TÄobb, a kÄozelm¶ultban meg-
jelent m¶odszer is a hierarchikus klaszterez¶esre ¶ep¶³t, ld. De Prado (2016),
Ra±not (2017) ¶es Ra±not (2018), ak¶arcsak a kor¶abban ismertetett sz}ur¶esi
elj¶ar¶asok. Ezek f}o c¶eljai, hogy elkerÄulj¶ek a kovarianciam¶atrix invert¶al¶as¶at, ¶es
kÄozvetlenÄul haszn¶alj¶ak ki a vizsg¶alt rendszer hierarchikus szerkezet¶et a port-
f¶oli¶o ¶ep¶³t¶esekor. Ennek ugyanakkor ¶ara is van. A m¶odszerek h¶atr¶anya ugyan-
is, hogy a Markowitz-modellhez k¶epest kevesebb a param¶eterez¶esi lehet}os¶eg:
ezen m¶odszerek eset¶en nem tudunk elv¶art minim¶alis hozamot (R) speci¯k¶alni.

Fontos kiemelni azt is, hogy gr¶af klaszterez}o m¶odszerek kÄozvetlen alkal-
maz¶asa, elj¶ar¶ast¶ol fÄuggetlenÄul, kovariancia vagy korrel¶aci¶os m¶atrixok eset¶eben
torz¶³tott eredm¶enyekhez vezethet, mivel az er}osen korrel¶al¶o cs¶ucsp¶arok nem
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felt¶etlen kerÄulnek egy klaszterbe. Ezt a probl¶em¶at tÄobbf¶elek¶eppen is orvosol-
hatjuk (MacMahon ¶es Garlaschelli 2013). El}oszÄor a Gera ¶es London (2020)
cikk nyom¶an mutatunk be egy lehets¶eges megkÄozel¶³t¶est.

3.1 A HRP m¶odszer

A 2016-ban bemutatott Hierarchical Risk Parity (HRP) algoritmus (De Prado
2016) h¶arom l¶ep¶esben sz¶amolja ki az optim¶alisnak v¶elt portf¶oli¶o s¶ulyoz¶ast:
el}oszÄor v¶egrehajt egy hierarchikus klaszterez¶est, majd egy kv¶azi-diagonaliz¶a-
l¶ast a kovarianciam¶atrixon, v¶egÄul egy rekurz¶³v v¶ag¶ast a klaszterez¶es eredm¶e-
ny¶en, amely sor¶an minden r¶eszv¶enyhez azok ¶es a klasztereik teljes kock¶azathoz
val¶o hozz¶aj¶arul¶asa alapj¶an s¶ulyt rendel.

Az els}o l¶ep¶esben a 2.2 szakaszban bemutatott elj¶ar¶ast alkalmazzuk, de
nem hajtjuk v¶egre a kovarianciam¶atrix sz}ur¶es¶et, azaz csak az Äosszevon¶asi f¶at
¶all¶³tjuk el}o a korrel¶aci¶os m¶atrixb¶ol kapott t¶avols¶agm¶atrixb¶ol.

A m¶asodik l¶ep¶esben ¶atrendezzÄuk a §§§ kovarianciam¶atrix sorait ¶es oszlopait
¶ugy, hogy a legnagyobb ¶ert¶ekek a f}o¶atl¶o ment¶en helyezkedjenek el. Mindezt
¶ugy ¶erhetjÄuk el, hogy az els}o l¶ep¶esben v¶egrehajtott klaszterez¶es eredm¶enye
alapj¶an a dendrogram leveleinek sorrendj¶et haszn¶aljuk a kovarianciam¶atrix
¶atrendez¶es¶ere is. A pontos algoritmust a De Prado (2016) cikk ismerteti, a
3. ¶abra illusztr¶alja a m}uvelet eredm¶eny¶et egy korrel¶aci¶os m¶atrixon.

3. ¶abra. Korrel¶aci¶os m¶atrix ¶atrendez¶es el}ott ¶es ut¶an

A harmadik l¶ep¶esben az Äosszevon¶asi f¶at a gyÄok¶ert}ol indulva l¶ep¶esenk¶ent
kett¶ev¶agjuk. Minden kett¶ev¶ag¶askor a kapott k¶et ¶uj klaszter kÄozÄott aszerint
osztjuk sz¶et a szÄul}o s¶uly¶at, hogy mekkora egy-egy klaszter hozz¶aj¶arul¶asa a
szÄul}o varianci¶aj¶ahoz. Mindezt addig ism¶eteljÄuk, am¶³g minden r¶eszv¶eny kÄulÄon
klaszterbe nem esik. Az elj¶ar¶as v¶eg¶en megkapjuk az egyes r¶eszv¶enyek s¶uly¶at
az Äossze¶all¶³tand¶o portf¶oli¶oban.

3.2 A HERC m¶odszer

A Hierarchical Equal Risk Contribution Portfolio (HERC) (Ra±not 2018) az
el}obb bemutatott HRP algoritmus egy m¶odos¶³t¶asa.
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Ez az algoritmus is hierarchikus klaszterez¶est hajt v¶egre els}o l¶ep¶esk¶ent,
viszont ezt kÄovet}oen egy optim¶alis klasztersz¶amot hat¶aroz meg, ami meg-
mondja, hogy h¶anyfele kell elv¶agni a bin¶aris Äosszeolvaszt¶asi f¶at. Mindezt egy
statisztikai mutat¶o alapj¶an teszi meg { a Ra±not (2018) munk¶aban az ¶un.
Gap indexet (Tibshirani, Walther ¶es Hastie 2001) sz¶am¶³tj¶ak ki minden lehet-
s¶eges k klasztersz¶amra ¶es az algoritmus azt a k-t v¶alasztja, ahol a mutat¶o a
legnagyobb ¶ert¶eket veszi fel.

Miut¶an meghat¶aroztuk a klaszterek optim¶alis sz¶am¶at, el}oszÄor sz¶etosztjuk
a t}ok¶et a klaszterek kÄozÄott (a HRP-b}ol megismert variancia sz¶etoszt¶assal),
majd a klasztereken belÄul. Erre a HRP-ben is alkalmazott rekurz¶³v v¶ag¶ast
alkalmazhatjuk, m¶eghozz¶a ¶ugy, hogy csak addig v¶agunk ¶es osztjuk kett¶e a
s¶ulyokat valamilyen kock¶azatmetrika (pl. variancia) szerint, am¶³g el¶ertÄuk a
k darab klasztert. Miut¶an ez megtÄort¶ent, a klaszterekben l¶ev}o r¶eszv¶enyek
kÄozÄott egyenl}oen osztjuk sz¶et a klaszterre es}o s¶ulyt.

4 Az elj¶ar¶asok Äosszehasonl¶³t¶asa

4.1 Adatok ¶es m¶odszertan

K¶³s¶erleteinket val¶os adatokon, a Budapesti ¶Ert¶ekt}ozsde (BSE) 31 r¶eszv¶eny¶e-
nek napi z¶ar¶o¶arainak felhaszn¶al¶as¶aval v¶egeztÄuk. Az adathalmaz r¶eszv¶enyen-
k¶ent 1962 rekorddal rendelkezik, a 2011. november 29-t}ol 2019. okt¶ober 18-ig
meg¯gyelt napi z¶ar¶o¶arakat tartalmazza.

A befektet¶esi folyamat modellez¶es¶ere egy szimul¶aci¶os kÄornyezetet ¶all¶³tot-
tunk fel, amely egy adott t0 kezd}oid}opontban elv¶egzi a kÄulÄonbÄoz}o portf¶oli¶ok
Äossze¶all¶³t¶as¶at ¶es ki¶ert¶ekel¶es¶et is. Ezt kÄovet}oen t0 ¶ert¶ek¶et 10-zel nÄoveltÄuk ¶es
¶ujra elv¶egeztÄuk a ki¶ert¶ekel¶est. GÄordÄul}oablak megkÄozel¶³t¶es szerint a nÄovel¶est
addig ism¶eteltÄuk, am¶³g az adathalmaz v¶eg¶ere ¶ertÄunk.

4.2 ¶Ert¶ekel¶esi krit¶eriumok

Egy eredm¶enyÄul kapott p portf¶oli¶ora h¶arom f}o kateg¶ori¶aban sz¶amoltunk
mutat¶okat: meghat¶aroztuk a portf¶oli¶o hozamait, kock¶azatait ¶es a m¶eret¶et.
Hozamok ¶es kock¶azatok eset¶eben besz¶elhetÄunk becsÄult ¶es realiz¶alt ¶ert¶ekekr}ol.
A becsÄult ¶ert¶ekeket a m¶ultbeli meg¯gyel¶esek alapj¶an a portf¶oli¶o Äossze¶all¶³t¶asa-
kor, m¶³g a realiz¶alt ¶ert¶ekeket a portf¶oli¶o elad¶asakor (a befektet¶es ut¶an T nap-
pal) sz¶am¶³tjuk ki. Ezek viszonya seg¶³thet felt¶arni, hogy az egyes m¶odszerek
mennyire becsÄulik j¶ol a kock¶azatot vagy a hozamot.

4.2.1 Hozamok

Egy p portf¶oli¶o eset¶eben k¶etf¶ele hozamot sz¶am¶³tunk. A becsÄult hozam meg-
mutatja, hogy a befektet¶es pillanat¶aban a kapott portf¶oli¶os¶ulyokkal milyen
hozamra lehetne szert tenni. Ezt meghat¶arozhatjuk a m¶ultbeli hozamok
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s¶ulyozott ¶atlagak¶ent:

rpre =
nX

i=1

pi ¢ xi; (9)

ahol xi a befektet¶esi napot megel}oz}o T napra sz¶amolt hozam.

Elad¶askor (a befektet¶es ut¶an T nappal) meghat¶arozhat¶o a portf¶oli¶o ut¶ola-
gos (vagy realiz¶alt) hozama, amely megmondja, hogy a r¶eszv¶eny ¶ara elad¶askor
hogyan viszonyult a v¶etel¶arhoz:

rpost =
nX

i=1

pi ¢ Pi(t0 + T ) ¡ Pi(t0)

Pi(t0)
: (10)

Ez az ¶ert¶ek akkor lesz 0, ha pontosan a befektet¶eskori ¶arat kaptuk vissza,
pozit¶³v esetben nyeres¶egesnek, negat¶³v esetben vesztes¶egesnek mondhat¶o a
befektet¶es. Term¶eszetesen a befektet¶es id}obeli alakul¶as¶at is nyomon kÄovet-
hetjÄuk a kumulat¶³v hozamok seg¶³ts¶eg¶evel (ld. 4. ¶abra).

4.2.2 Kock¶azatok

A portf¶oli¶ok egy m¶asik fontos tulajdons¶aga a kock¶azatuk, valamint az }oket
el}o¶all¶³t¶o m¶odszerek kock¶azatbecsl¶es¶enek pontoss¶aga. Egy portf¶oli¶o becsÄult ¶es
realiz¶alt kock¶azata meghat¶arozhat¶o a

¾pre = p§§§prep
>; (11)

¾post = p§§§postp
> (12)

ÄosszefÄugg¶esekkel, ahol §§§pre a [t0 ¡ T; t0] id}oszakon sz¶amolt ¶es a portf¶oli¶o-
kiv¶alaszt¶as sor¶an is felhaszn¶alt, §§§post pedig a [t0; t0 + T ] id}oszakon sz¶amolt
kovarianciam¶atrix.

Ebb}ol a k¶et metrik¶ab¶ol meghat¶arozhatjuk, hogy egy portf¶oli¶o eset¶eben
hogyan viszonyult egym¶ashoz a realiz¶alt ¶es becsÄult hozam. A kock¶azati
h¶anyados

¾r =

¯̄
¯̄¾post

¾pre

¯̄
¯̄ (13)

a k¶et mutat¶o ar¶any¶at m¶eri, ami ann¶al jobb, min¶el kÄozelebb van az 1-hez. Ha
a kock¶azati h¶anyados 1-n¶el nagyobb, akkor alulbecsl¶esr}ol, ellenkez}o esetben
t¶ulbecsl¶esr}ol besz¶elÄunk.

Hasonl¶o m¶odon de¯ni¶alhatjuk a kock¶azat v¶altoz¶as¶at is:

¾g =

¯̄
¯̄¾post ¡ ¾pre

¾pre

¯̄
¯̄ ; (14)

amely ann¶al jobb, min¶el kÄozelebb van a 0-hoz.



Hierarchikus klaszterez¶es ¶es a portf¶oli¶o-kiv¶alaszt¶as probl¶ema 83

4.2.3 Portf¶oli¶om¶eret

Egy befektet¶es sor¶an nem csak a r¶eszv¶enyek ¶ar¶at kellhet meg¯zetnÄunk, hanem
p¶eld¶aul tranzakci¶os kÄolts¶egek is felmerÄulhetnek. Ebben az esetben seg¶³thet,
ha a portf¶oli¶onk kevesebb r¶eszv¶enyb}ol ¶all, azonban ez a kock¶azatot is meg-
nÄovelheti a diverzi¯k¶aci¶o m¶ert¶ek¶enek csÄokkent¶es¶evel. Egy p portf¶oli¶o m¶erete
meghat¶arozhat¶o a portf¶oli¶os¶ulyok n¶egyzetÄosszeg¶enek reciprokak¶ent, de ez tor-
z¶³tott eredm¶enyekhez vezethet olyan helyzetekben, ahol negat¶³v portf¶oli¶os¶u-
lyok is megengedettek. Ennek kompenz¶al¶as¶ara a s¶ulyokat el}oszÄor leosztjuk a
portf¶oli¶ovektor 1-es norm¶aj¶aval (az elemeinek abszol¶ut ¶ert¶ek¶enek Äosszeg¶evel):

Ne® =
1

Pn
i=1

¡
pi

kpk1

¢2 (15)

A portf¶oli¶om¶eret akkor lesz 1, ha az Äossze¶all¶³tott portf¶oli¶oban egyetlen
r¶eszv¶enybe van koncentr¶alva a t}ok¶enk, ¶es akkor lesz n, ha minden r¶eszv¶enybe
egyenl}o ar¶anyban fektettÄunk be. Ezt lehet m¶eg normaliz¶alni, hogy kÄulÄonbÄoz}o
m¶eret}u adathalmazokon is Äosszehasonl¶³that¶o legyen az ¶ert¶eke, ¶es ne fÄuggjÄon
n-t}ol:

N̂e® =
Ne® ¡ 1

n ¡ 1
: (16)

Ez az ¶ert¶ek ¶³gy 0 ¶es 1 kÄozÄott mozog majd, ahol 0 az 1-r¶eszv¶enyes portf¶oli¶ot,
1 pedig az n-r¶eszv¶enyes egyenletes s¶ulyoz¶ast jelenti.

4.3 Eredm¶enyek

Az al¶abbiakban mutat¶onk¶enti lebont¶asban hasonl¶³tjuk Äossze a vizsg¶alt m¶od-
szerek teljes¶³tm¶eny¶et. A sz¶am¶³t¶asokban a mutat¶ok (Äosszes Äossze¶all¶³tott port-
f¶oli¶ora vett) ¶atlagait ¶es sz¶or¶asait vizsg¶aljuk, a Markowitz-modell elv¶art hozam
param¶eter¶et (R) az ¶atlagos hozamra rÄogz¶³tettÄuk.

4.3.1 Hozamok

BecsÄult hozamok eset¶eben a hierarchikus klaszterez¶esen alapul¶o portf¶oli¶o ki-
v¶alaszt¶o elj¶ar¶asok ¶atlagosan gyeng¶ebben teljes¶³tettek (sokszor negat¶³v v¶ar-
hat¶o hozammal), a realiz¶alt hozamaik viszont sokkal jobbak voltak. Meg-
¯gyelhet}o volt, hogy k¶et r¶eszv¶eny (az OPUS ¶es KONZUM) ¶arfolyama 2016
¶es 2018 kÄozÄott tÄobb nagys¶agrenddel megn}ott, p¶eld¶aul az OPUS ¶ara a 2016.
janu¶ar kÄozepei 4,4 Ft-r¶ol k¶et ¶evvel k¶es}obb ugyanezen a napon 708 Ft volt. A
HRP ¶es HERC algoritmusok ezt a nÄoveked¶est j¶ol el}orejelezt¶ek, ¶es nagy ar¶any-
ban fektettek be ezekbe a r¶eszv¶enyekbe (ak¶ar 30-40%-os s¶ulyokkal), aminek
kÄoszÄonhet}oen a realiz¶alt hozam mutat¶o is ¶ori¶asira n}ott (ak¶ar 2000%-ra is a
HERC eset¶eben, 365%-ra a HRP eset¶eben).

Ehhez k¶epest a Markowitz-modell ¶es kiterjeszt¶esei rosszabbul teljes¶³tettek:
az eredeti modell ¶atlagosan 40,9%-os, a hierarchikus klaszterez}o sz}ur}o m¶od-
szerek enn¶el kicsit jobb, 41%-os, a kon¯gur¶aci¶os modell alap¶u m¶odszer pedig
average-linkage esetben 1,1%-os, single-linkage esetben -35%-os realiz¶alt ho-
zamot produk¶alt.
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4. ¶abra. Kumulat¶³v logaritmikus hozamok egy 2013. j¶unius 12-i befektet¶esre, sim¶³tva a trendek
l¶athat¶obb¶a t¶etele v¶egett. Az eredeti Markowitz-modell (,,Classic") ¶es a hagyom¶anyos hierarchi-
kus klaszterez}o sz}ur¶esek (,,C Single" ¶es ,,C Average") rendk¶³vÄul hasonl¶o eredm¶enyeket produ-

k¶altak, ez¶ert azok fedik egym¶ast.

4.3.2 Kock¶azatok

Az eredeti Markowitz modell ¶es kieg¶esz¶³t¶esei alacsony becsÄult kock¶azatokkal
sz¶amoltak, m¶³g a HRP egy nagys¶agrenddel, a HERC h¶arom nagys¶agrenddel
nagyobb kock¶azatot j¶osolt. A realiz¶alt kock¶azatok hasonl¶o k¶epet mutattak
a becsl¶esekhez: tÄobbs¶eg¶eben azok a m¶odszerek, amelyek magasra becsÄult¶ek
a kock¶azatot (HERC, HRP), magasabb kock¶azatot is realiz¶altak a v¶eg¶en.
Kiv¶etelt k¶epzett az eredeti Markowitz-modell, amely a legalacsonyabb becs-
l¶est adta, viszont ennek ellen¶ere az Äosszes sz}ur¶esi elj¶ar¶asn¶al magasabb realiz¶alt
kock¶azattal rendelkezett.

Enn¶el tiszt¶abb k¶epet kaphatunk a m¶odszerek kock¶azatbecsl¶es¶er}ol, ha meg-
n¶ezzÄuk a kock¶azati h¶anyadost (¾r) is. Meg¯gyelhet}o, hogy ez az eredeti
Markowitz-modell eset¶en volt a legmagasabb (3,56), amin keveset jav¶³tott a
hierarchikus klaszterez¶es (3,53) ¶es l¶enyegesen tÄobbet a kon¯gur¶aci¶os modell
(average-linkage eset¶en 2,05, single-linkage eset¶en 1,76). A HRP ¶es HERC
algoritmusok nagyon elt¶er}oen viselkedtek, a HRP ugyanis (a Markowitz-mo-
dellel egyÄutt) alulbecsÄulte, b¶ar minden m¶odszer kÄozÄul a legkev¶esb¶e { itt 1,55
lett a kock¶azati h¶anyados {, m¶³g a HERC jelent}osen t¶ulbecsÄulte a kock¶azatot
(¾r = 0;12). A kock¶azat v¶altoz¶asa tekintet¶eben azt l¶athatjuk, hogy az
alulbecsl¶es ellen¶ere a HERC eset¶en volt a legkisebb a kock¶azat v¶altoz¶asa
(¾g = 0;88), ezt kÄovette a single-linkage kon¯gur¶aci¶os modell (¾g = 0;95)
¶es average-linkage kon¯gur¶aci¶os modell (¾g = 1;27). A HRP 1,35-Äos ¶ert¶eket
produk¶alt, m¶³g a legnagyobb v¶altoz¶ast az eredeti Markowitz-modell mutatta
(2,63).

4.3.3 Portf¶oli¶om¶eret

A kÄulÄonbÄoz}o m¶odszerek hasonl¶o m¶eret}u portf¶oli¶okat ¶all¶³tottak Äossze, tÄobb
m¶odszer normaliz¶alt mutat¶oja is 0,35 kÄorÄul helyezkedett el. A kiv¶etelek kÄo-
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zÄott szerepelt a HRP, ami kicsit nagyobb portf¶oli¶okat ¶all¶³tott Äossze (N̂e® =
0;4), minden kÄozÄul ennek a m¶odszernek volt a legnagyobb a portf¶oli¶om¶erete.
A m¶asik hierarchikus klaszterez¶esen alapul¶o portf¶oli¶o kiv¶alaszt¶o elj¶ar¶as is
kiv¶etelt k¶epzett, a HERC ugyanis a tÄobbi elj¶ar¶ashoz k¶epest ¶atlagosan kon-
centr¶altabb portf¶oli¶okat ¶all¶³tott Äossze (N̂e® = 0;1), ami Äosszevethet}o a felis-
mer¶essel, hogy ez a m¶odszer ¶ugy tudott a HRP-n¶el is nagyobb hozamokat
el¶erni, hogy m¶eg jobban koncentr¶alta a t}ok¶et a nagy ¶aremelked¶esen ¶ates}o
r¶eszv¶enyekbe.

C Average HERC HRP Markowitz Conf Average Conf Single
rpre 0,0004 (0,00) -0,0017 (0,00) -0,0003 (0,00) 0,0004 (0,00) 0,0005 (0,00) 0,0006 (0,00)
rpost 0,4104 (0,55) 20,5447 (31,04) 3,6523 (5,17) 0,4089 (0,56) 0,0109 (0,44) -0,3498 (0,78)
¾post 0,0001 (0,00) 0,0011 (0,00) 0,0004 (0,00) 0,0001 (0,00) 0,0001 (0,00) 0,0001 (0,00)

N̂e® 0,3350 (0,07) 0,1248 (0,10) 0,3967 (0,07) 0,3353 (0,07) 0,3546 (0,05) 0,2816 (0,04)
¾r 3,5336 (3,93) 0,1174 (0,31) 1,5467 (3,33) 3,5631 (3,94) 2,0546 (1,95) 1,7578 (1,34)
¾g 2,5984 (3,86) 0,8828 (0,28) 1,3548 (2,93) 2,6296 (3,88) 1,2690 (1,79) 0,9533 (1,18)

1. t¶abl¶azat. A Budapesti ¶Ert¶ekt}ozsde adatain v¶egzett elemz¶es eredm¶enyeinek Äosszes¶³t¶ese: a cel-
l¶akban az ¶atlagok, z¶ar¶ojelben a sz¶or¶asok szerepelnek. A Markowitz-modell eset¶eben az ¶atlagos

v¶art hozamokra Äossze¶all¶³tott portf¶oli¶ok adatai szerepelnek.

4.4 ÄOsszegz¶es

Ezen munk¶aban hierarchikus klaszterez¶esen alapul¶o, portf¶oli¶o-kiv¶alaszt¶asra
alkalmazhat¶o elj¶ar¶asokat hasonl¶³tottunk Äossze, melyek kÄozÄott szerepeltek m¶as
portf¶oli¶o kiv¶alaszt¶o modellek kieg¶esz¶³t¶es¶ere szolg¶al¶o m¶odszerek (sz}ur¶esek) ¶es
tiszt¶an hierarchikus klaszterez¶esre ¶epÄul}o, ¶uj portf¶oli¶o kiv¶alaszt¶o m¶odszerek
is. Val¶os adatokon v¶egzett vizsg¶alataink azt mutatj¶ak, hogy az ¶uj portf¶oli¶o
kiv¶alaszt¶o elj¶ar¶asok egy kisebb (31 r¶eszv¶enyes) adathalmazon k¶epesek voltak
sokkal magasabb hozamokat produk¶alni, mint az eredeti Markowitz-modell
¶es annak kiterjeszt¶esei, azonban ehhez magasabb kock¶azat ¶es n¶ehol kev¶esb¶e
diverzi¯k¶alt portf¶oli¶o is t¶arsult. A m¶odszerek nagyobb adathalmazokon (pl.
FTSE-100, S&P500), illetve m¶as elj¶ar¶asokkal (v¶eletlen m¶atrixok elm¶elet¶en
alapul¶o kovariancia m¶atrix sz}ur¶esek, r¶eszv¶eny-volatilit¶as alap¶u modellek) val¶o
¶atfog¶o Äosszehasonl¶³t¶as¶at egy lehets¶eges tov¶abbl¶ep¶esnek gondoljuk.
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HIERARCHICAL CLUSTERING AND THE PORTFOLIO SELECTION

PROBLEM

Classical portfolio selection techniques measure risk through the variance of asset
returns, which investors wants to minimise. These methods only work well in prac-
tice if the covariance (or correlation) matrix of the returns is properly de-noised.
A good de-noising (or ¯ltering) method conserves only the useful and informative
parts of the matrix' structure. Since stock markets may also be viewed as hierar-
chical structures (Simon 1991), we can use hierarchical clustering to identify this
hierarchy and use the detected structure to ¯lter the covariance matrix. In this
work we show possible applications of hierarchical clustering both for using it as a
matrix ¯ltering technique in the Markowitz portfolio model and directly as a way
to assemble portfolios. We perform our experiments on real world data and eval-
uate using di®erent performance indicators. We work with a data set containing
daily closing prices and transform these into daily logarithmic returns from which
we create the covariance matrix. We model the following situation: the investor
decides the length T of the investment. On day t0 they create a portfolio based on
the previous T days of returns and then they wait for T days, selling all of their
assets afterwards.

We present two ways of applying hierarchical clustering for the portfolio prob-
lem. Firstly it is considered as a de-noising technique of the estimated covariance
matrix, secondly it is used directly to create portfolios.
Diversi¯cation is one of the key tools of risk reduction, where we invest into mul-

tiple assets instead of just one. One of the ¯rst models to incorporate diversi¯cation
was the Markowitz-model, which is a quadratic optimisation problem that seeks to
minimise the risk for a given expected return. As a result we obtain a portfolio
vector containing the fraction of wealth to be invested in each individual asset. To
explicitly solve the problem, the use of an inverted covariance matrix, calculated
from the logarithmic returns, is required. Since covariance is estimated from ¯nite
length time series and because of the non-stationary nature of the returns and their
relationship, the covariance matrix frequently contains statistical uncertainty (it is
often called noise), which can lead to wrong risk estimation (De Prado 2016). Var-
ious ¯ltering techniques have been created to solve this issue, including the use of
random matrix theory (Bun, Bouchaud, and Potters 2017) or hierarchical clustering
(Tola et al. 2008). We perform ¯ltering by ¯rst converting covariance to correlation,
and then correlation to distances, where higher correlation means smaller distance.
We then perform hierarchical clustering on the resulting distance matrix using an
agglomerative method. The distance matrix contains n¡ 1 di®erent distances (in-
stead of the original n ¢(n¡1)=2) that we then convert back to covariances. We can
use multiple distance de¯nitions when performing clustering. In this study we use
single-linkage, complete-linkage and average-linkage distances. Another approach
is to use a null model to generate a so-called con¯guration matrix. We calculate
the di®erence between the correlation and the con¯guration matrix and use that as
a distance matrix to perform hierarchical clustering.

In order to avoid limiting ourselves to the constraints of the Markowitz-model
and solve a quadratic optimisation problem, we may use the Hierarchical Risk
Parity (HRP) (De Prado 2016) or Hiearchical Equal Risk Contribution Portfolio
(HERC) (Ra±not 2018) algorithms to directly assemble an optimal portfolio. Both
of these algorithms use hierarchical clustering to assign weights to the assets in
the portfolio. While the HRP algorithm assigns di®erent weight to each asset,
the HERC algorithm ¯nds an optimal number of clusters and distributes weights
equally among the assets of each cluster.
We performed our experiments on historical data fromBudapest Stock Exchange

(BSE). The data set contained 1962 daily closing prices for each of the 31 stocks,
from 29th November 2011 to 18th October 2019. We used a rolling window approach
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to evaluate optimal portfolios assembled at di®erent starting points. We calculated
metrics in three main categories: portfolio return, risk and size. We measured both
the estimated and realised risks and returns, where the estimated measure was
calculated based on past observations (before day t0) and the realised measure was
calculated at the time of selling the portfolio. The ratio of these two helps us de¯ne
how well a method estimates the return and risk. We also de¯ne a modi¯ed portfolio
size measure. Instead of simply taking the reciprocal sum of the squared portfolio
weights (which can lead to distorted results when negative portfolio weights, e.g. in
the case of short selling, are allowed), we ¯rst divide the weights by the L1-norm
of the portfolio vector. We also normalise the result by the number of assets (n) to
get a value that is always in the [0; 1] range.

In our experiments the hierarchical clustering-based portfolio selection methods
performed worse (often reaching negative values) in terms of estimated returns,
but extremely well in terms of realised returns. This is thanks to the fact that
these methods were able to predict the huge increase in the price of two assets and
assigned large weights to them. Regarding risk the Markowitz-model and its ex-
tensions predicted lower risks than the HRP and HERC algorithms. Realised risks
showed a trend consistent with the estimations: methods that estimated lower
risks usually realised lower risks as well. An exception was the Markowitz-model
that predicted the lowest risk but realised the highest one compared to all the
¯ltering methods. The risk ratio was thus the highest in the case of the Markowitz-
model, followed by the hierarchical clustering ¯ltering methods and the con¯gu-
ration model. The HRP algorithm also underestimated the risk, although by the
lowest amount, while the HERC method highly overestimated it. Portfolio sizes
were similar (near 0.35) across almost all methods, where the only di®erences were
made by the HRP algorithm that assembled larger portfolios (with a size of 0.4)
and the HERC that created more concentrated ones (with a size of 0.1). This
is consistent with the fact that the HERC method could achieve higher realised
returns by concentrating capital into stocks whose prices rose greatly.




